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SAŽETAK 
 
Kvaliteta rada strojeva, uz pretpostavku tehničke ispravnosti, ovisi o kinetičkim 
čimbenicima: brzini kretanja prskalice i kutu usmjeravanja kapljica škropiva. U 
radu su istraživana, prema standardnim metodama, pokrivenost ciljane površine, 
pokrivenost ne ciljane površine, spektar veličine kapljica s obzirom na brzinu 
kretanja prskalice i kuta usmjerenja mlaznica. Cilj rada bio je optimizirati 
parametre u svrhu postizanja maksimalne učinkovitosti suzbijanja štetnih 
organizama uz minimalne gubitke (zanošenje). Istraživanje je provedeno na 
ravnoj površini (praktikum Veleučilišta u Križevcima) korištenjem traktorske 
prskalice Agromehanika AGS 600EN s mlaznicama Lechler 110 04 ST. Istražen 
je utjecaj tri radne brzine (6 do 7,9 km/h, 8 do 9,9 km/h i 10 do 12 km/h) te tri kuta 
prskanja (–30°, 90° i +30°) na pokrivenost ciljane (CP) i neciljane površine (NCP) 
te na promjer kapljica (µm). Za prikupljanje podataka korišteni su vodoosjetljivi 
papirići (VOP-i), a analiza slike provedena je računalnim programom 
DepositScan. Dobiveni podaci obrađeni su statističkim metodama (ANOVA, 
Tukey HSD test) te modelirani pomoću umjetnih neuronskih mreža (UNM), točnije 
višeslojnog perceptrona, odnosno modela umjetne neuronske mreže određene 
konfiguracije. Preciznost MLP (Multilayer Perceptron)  uspoređena je s klasičnom 
linearnom regresijom. Rezultati su pokazali da kinetički uvjeti značajno utječu na 
kvalitetu aplikacije. Povećanjem brzine kretanja smanjuje se pokrivenost tretirane 
površine (PTP), ali se smanjuje i promjer kapljica. Niže brzine (6 do 7,9 km/h) 
osigurale su bolje zadržavanje sredstva na ciljnoj površini. Pozitivan kut mlaznica 
(+30°, usmjeren prema naprijed) ostvario je najveću pokrivenost ciljane površine 
i stvorio sitnije kapljice, što omogućuje bolju raspodjelu sredstva. Suprotno tome, 
negativni kut (–30°) rezultirao je manjom pokrivenošću i krupnijim kapljicama. 
Najveći rizik od zanošenja (pokrivenost NCP) zabilježen je pri većim brzinama i 
negativnom kutu (–30°), dok je kut od +30° pokazao najmanje gubitke na 
neciljanim površinama. Razvijeni model umjetnih neuronskih mreža (MLP 8-10-
2) pokazao se znatno superiornijim u predviđanju parametara prskanja u odnosu 
na linearnu regresiju. UNM model postigao je koeficijent determinacije R² > 0,98 
za pokrivenost površine, uz minimalnu pogrešku (RMSE = 1,85), dok je linearni 
model imao R² od svega 0,02 i znatno veću pogrešku (RMSE = 14,82). Ovo 
potvrđuje da je proces prskanja izrazito nelinearan i da UNM uspješno modelira 
složene interakcije između brzine, kuta i površine. Istraživanje je potvrdilo da se 
primjenom UNM-a može s visokom točnošću predvidjeti kvaliteta prskanja. 
Hipoteza 1 (da se najveća pokrivenost postiže pri 6–7,9 km/h i kutu +30°) je 
djelomično potvrđena; ta kombinacija daje najbolju pokrivenost, ali ne nužno i 
najuži raspon kapljica. Hipoteza 2 je u potpunosti potvrđena: pogreška procjene 
modela UNM značajno je manja od pogreške linearne regresije. Praktični 
doprinos rada ogleda se u smjernicama za podešavanje prskalica: korištenje kuta 
od +30° pri nižim brzinama preporučuje se za optimalnu učinkovitost i smanjenje 
onečišćenja okoliša. Model UNM predstavlja robustan alat za preciznu 
poljoprivredu koji omogućuje optimizaciju parametara prskanja u realnim 
uvjetima te nudi praktične smjernice poljoprivrednicima za racionalniju primjenu 
pesticida uz manji rizik za okoliš. 
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učenje 
 

EXTENDED SUMMARY 
 
Application of artificial neural networks in modeling spray parameters under 
different kinetic conditions 
 
Introduction: The introduction of the paper emphasizes the importance of 
protecting vegetable and field crops through technological methods that reduce 
the impact of diseases, weeds, and harmful organisms without damaging the 
environment. Directive 2009/128/EC sets guidelines for the sustainable use of 
pesticides, with strict monitoring and reduction of their use. Chemical control 
remains a key element of modern production, but carries risks to human health 
and the environment. Therefore, research is focused on optimizing the use of 
pesticides, especially through the development of machines, equipment and 
nozzles that enable precise distribution, reduced energy consumption, higher 
work efficiency and minimal soil compaction. Special attention is paid to 
controlling droplet size and their uniformity, which significantly affects the 
effectiveness of the treatment and the risk of drift. Various studies analyze the 
spectrum of droplet sizes, the influence of nozzles, spray additives, 
meteorological conditions and plant morphology on droplet behavior and target 
surface coverage. Additionally, new materials and more environmentally friendly 
pesticide formulations are being studied to improve effectiveness and stability 
while reducing harm to the environment and humans. In general, the introduction 
emphasizes that precise application, proper equipment design and 
understanding of droplet dynamics play a key role in achieving effective and 
sustainable crop protection. 
 
Material and methods: The research examined the influence of technical factors 
on the quality of spraying under controlled conditions on a flat surface of the VUK 
(Križevci University of Applied Sciences) practicum. The focus was placed on 
assessing the coverage of the target and non-target surface, the droplet size 
spectrum, and the influence of the operating speed of the aggregate and the 
angle of the nozzles on the kinetics of the droplets. For the purposes of the 
research, an Agromehanika AGS 600EN tractor sprayer was used, structurally 
adapted to enable changing the angle of the nozzles in three positions: −30°, 90° 
and +30°. During the experiment, microclimatic conditions – temperature, relative 
humidity and air flow velocity – were continuously monitored. Kinetic conditions 
were defined by operating speeds of 6-7.9 km/h, 8-9.9 km/h and 10-12 km/h, 
which reflect the usual exploitation conditions of pesticide application. The 
coverage of the treated surface (PTP) and the number of droplets per unit area 
were determined by analyzing water-sensitive papers (VOP) measuring 26 × 76 
mm. Image analysis was performed using the DepositScan software. Statistical 
analysis included the use of linear regression models and artificial neural network 
(ANM) models to assess the impact of operating speed and nozzle angle on PTP 
and droplet diameter. The analysis was performed in the TIBCO Statistica 13.3.0 
program. The results are presented as mean values and standard deviations, 



 

 

with one-factor and multifactor ANOVA and Tukey HSD post hoc test. The 
research also applied ANM due to their effectiveness in modeling nonlinear 
processes and large data sets. A multilayer algorithm consisting of an input, 
hidden and output layer was used. The ANM models enabled a precise 
assessment of the relationship between the speed of movement, nozzle angle 
and the resulting values of PTP and droplet diameter. Yoon's sensitivity equation 
was used to optimize the model, which determined the relative importance of 
individual input variables. 
 
Result and conclusions: After processing the scanned VOPs in the 
DepositScan software, the values of the treated surface coverage (PTP) and the 
average droplet diameter (x̄) were obtained for three aggregate speeds and three 
nozzle angles. The results shown in the tables are based on a total of 120 
processed VOPs, which provides high reliability of the average values. 
Combinations of different speeds and nozzle angles determined variations in the 
droplet distribution, with the lowest speeds and positive nozzle angles (especially 
+30°) resulting in greater coverage of the target surface. At the same time, the 
results of the non-target surface (NCP) show significantly greater oscillations, 
indicating that losses outside the target zone strongly depend on the operating 
parameters. The data were analyzed using statistical methods (ANOVA and 
Tukey HSD), which confirmed the differences between groups and the significant 
influence of the investigated factors. Descriptive statistics included the analysis 
of: three travel speeds (6–8, 8–10, 10–12 km/h), two surface categories (CP and 
NCP) and three nozzle angles (−30°, 30°, 90°). Main observed characteristics: 
NCP shows greater oscillations compared to CP, which means that the losses of 
the product outside the target zone vary strongly depending on the combination 
of speed and angle. Lower speeds give higher PTP values, which confirms the 
hypothesis that lower speed increases the precision and uniformity of application. 
The angle of +30° in combination with lower speeds systematically provides the 
highest coverage, which supports the confirmation of the first hypothesis. The 
results of the ANOVA test confirm: all main factors (speed, surface, angle) have 
a statistically significant effect on PTP and droplet diameter (p < 0.01), all 
interactions are also significant, which means that the factors do not act in 
isolation — their combinations additionally modify the results. These findings 
confirm the need to include nonlinear relationships when developing UNM 
models. An MLP 8-10-2 ANN model was developed, and its performance was 
evaluated using the coefficient of determination (R²) and the sum of squared 
errors (SOS): R² = 0.99 (training), 0.98 (testing), 0.98 (validation). The model 
shows exceptionally high accuracy and generalization ability, with low SOS (1.99 
and 1.74) indicating stability and minimal error. The optimization was performed 
using the BFGS algorithm, using an exponential function in the hidden layer and 
an identity in the output layer. These findings provide practical guidelines for the 
optimization of spraying parameters and confirm the suitability of the ANN model 
for predicting PTP and droplet diameter. 
 
Keywords: spraying, treated surface coverage, droplet diameter, machine 
learning 
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1. UVOD 

 

Zaštita poljoprivrednih kultura odnosi se na tehnološke postupke koji bez oštećenja 

utječu na štetne organizme tako da ih dovode na onu mjeru koja ne ometa razvoj 

kulturnog bilja uzimajući u obzir i utjecaj na okoliš. Direktivom 2009/128/EZ utvrđuju se 

smjernice održive uporabe pesticida. Direktiva propisuje donošenje akcijskog plana za 

smanjenje i strogi nadzor primjene sredstva za zaštitu bilja. Štetni organizmi 

predstavljaju ozbiljan rizik za poljoprivredu s globalnim godišnjim gubicima proizvodnje 

usjeva koji prema FAO padaju do 40%, a bez zaštite koju pružaju sredstva za zaštitu 

bilja ti bi gubici mogli doseći 70 do 80% (FAO, 2022). Pravilnik o izobrazbi za sigurno 

rukovanje i pravilnu primjenu pesticida (2023) uređuje područja izobrazbe 

profesionalnih korisnika, ditributera i savjetnika za stjecanje znanja o sigurnom 

rukovanju i pravilnoj primjeni pesticida radi postizanja ciljeva održive uporabe pesticida 

smanjenjem rizika i učinaka na zdravlje ljudu i na okoliš te primjene općih načela 

inegrirane zaštite bilja. Pravilnikom o strojevima za primjenu pesticida i ispitnim 

stanicama (2021) propisuje uvjete o redovitom pregledu i priznavanju pregleda 

strojeva za primjenu pesticida važne za postizanje visoke razine sigurnosti i zaštite 

zdravlja ljudi i okoliša. Od strojeva i opreme kojom se obavlja aplikacija očekuje se 

precizna distribucija, što manja energetska potrošnja, što veći radni učinak i što manje 

zbijanje tla. S obzirom na strojeve za primjenu pesticida, vrlo važnu ulogu ima kontrola 

kapljica s aspekta promjera, ali i ujednačenosti što u praksi nije lako kontrolirati. Upravo 

zbog toga i danas se obavljaju istraživanja uloge kapljica kako u realnim tako i u 

laboratorijskim uvjetima s ciljem što učinkovitijom uporabom pesticida. Osim 

navedenog, tržište nudi i opremu za racionalniju uporabu pesticida kao što su mlaznice 

na produžnim cijevima za primjenu herbicida protiv korova za tretiranje površine 

između biljaka ili mlaznice na posebnim nosačima za tretiranje samo biljke 

insekticidima ili fungicidima (Kušec i sur. 2022). Raspravlja se i o strategijama 

upravljanja populacije štetnika, naglašavajući važnost integriranja kulturnih, bioloških i 

kemijskih metoda kontrole (Rajput i sur., 2024). Da bi se postigla što veća preciznost 

aplikacije pesticida i maksimalna djelotvornost zaštite, tehnički sustavi u zaštiti bilja 

(prskalice i orošivači) moraju biti konstrukcijski i tehnički besprijekorno ispravni. 

Navedena djelotvornija zaštita bilja može se postići samo onda ako mlaznice ostvaruju 

protok po ISO standardu uz što manji koeficijent varijacije raspodjele tekućine te 
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adekvatan radni zahvat (Tadić i sur., 2012). S druge strane Banaj i sur. (2010). navode 

da svakodnevna primjena pesticida u poljoprivredi nameće potrebu utvrđivanja većeg 

broja čimbenika koji direktno ili indirektno djeluju na učinkovitost zaštite. Navode i da 

je vrlo važno  utvrditi pogrešku u procesu proizvodnje kulture jer se na taj način 

pogreške u postupku aplikacije smanjuju na minimum. Kvaliteta mlaza ili „spektar 

veličine kapljica“ (DSS, droplet size spectrum)) prema ASABE S-572.1, odnosi se na 

veličine kapljica koje određena mlaznica proizvodi opisanim terminima od „izuzetno 

fino“ do „ultra grubo“. Da bi se usporedio spektar kapljica različitih tehnika primjene, 

prema Kerklaan i sur. (2012). primjenjuju se dva načina: VMD – medijalni promjer 

volumena gdje polovica škropiva sadrži veći promjer kapljica, a polovica manji i NMD 

– numerički promjer gdje najveću količinu škropiva sadrže kapljice većeg promjera. Na 

procese formiranja mlaza, transport kapljica, udar, zadržavanje i pokrivanje na ciljnoj 

površini utječe brzina kretanja prskalice, pod kojim kutom su postavljene mlaznice, 

veličina i raspon kapljica kao i vremenski uvjeti. Kvaliteta aplikacije ne ovisi samo o 

količini primijenjenog sredstva, već i o sposobnosti sustava prskanja da osigura 

ravnomjernu raspodjelu kapljica odgovarajućeg promjera, odgovarajuću pokrivenost 

ciljane površine i minimalne gubitke izvan tretiranog područja. Prema Matthewsu 

(2008) i Arvidssonu et al. (2011), učinkovitost primjene pesticida rezultat je 

međudjelovanja karakteristika uređaja za aplikaciju (vrsta mlaznica, kut mlaznica, tlak, 

svojstava škropiva i okolišnih uvjeta tijekom tretiranja. Proces prskanja predstavlja 

složen sustav u kojem se istodobno pojavljuju fizikalni procesi stvaranja kapljica, 

njihovog transporta i taloženja na ciljanoj površini. Jedan od najvažnijih pokazatelja 

kvalitete prskanja je veličina kapljica, jer ona izravno utječe na biološku učinkovitost 

tretiranja i mogućnost pojave zanošenja. Prema radu autora Gil et al. (2014), 

karakteristike mlaza značajno određuju distribuciju sredstva, pri čemu neodgovarajući 

raspon veličine kapljica može uzrokovati smanjenu učinkovitost ili povećane gubitke. 

Brzina kretanja stroja jedan je od ključnih kinetičkih parametara koji utječe na 

učinkovitost prskanja. Povećanjem brzine rada mijenja se odnos između protoka 

mlaznice i vremena djelovanja na tretiranu površinu, što može rezultirati promjenama 

u količini nanesene tekućine i raspodjeli sredstva. Prema Balsariju i sur. (2019), 

pravilno usklađivanje brzine kretanja, radnog tlaka i karakteristika mlaznice jedan je od 

osnovnih zahtjeva za postizanje kvalitetne aplikacije u sustavima precizne zaštite bilja. 

Osim brzine kretanja, značajan utjecaj ima i kut postavljanja mlaznice. Položaj 

mlaznice određuje geometriju mlaza, smjer gibanja kapljica i način njihovog kontakta 
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s biljnom površinom. Prema istraživanjima Holterman et al. (1997), promjene kuta 

mlaznice mogu značajno utjecati na raspodjelu kapljica i njihovo prodiranje unutar 

biljnog sklopa. Zbog toga optimalno podešavanje mlaznica zahtijeva istodobno 

razmatranje više radnih parametara. 

Dosadašnji pristupi modeliranju procesa prskanja uglavnom su temeljeni na 

eksperimentalnim istraživanjima i statističkoj analizi. Iako su takve metode omogućile 

značajan napredak u razumijevanju ponašanja sustava, njihova primjena može biti 

ograničena kod složenih nelinearnih procesa. Prema Haykinu (1999), mnogi tehnički 

sustavi karakterizirani su složenim odnosima između ulaznih i izlaznih varijabli koje 

nije uvijek moguće dovoljno precizno opisati klasičnim matematičkim modelima. 

Razvoj umjetne inteligencije omogućio je primjenu novih metoda modeliranja koje 

mogu analizirati složene sustave na temelju podataka. Umjetne neuronske mreže 

predstavljaju jednu od najznačajnijih metoda strojnog učenja zbog sposobnosti 

prepoznavanja nelinearnih odnosa i prilagodbe različitim uvjetima rada. Prema 

Bishopu (2006), neuronske mreže mogu učinkovito aproksimirati složene funkcijske 

odnose i koristiti se za predviđanje ponašanja sustava kada klasični modeli daju 

ograničene rezultate. Primjena umjetnih neuronskih mreža u poljoprivrednom 

inženjerstvu posljednjih godina pokazuje značajan potencijal. Autor Liakos i sur. (2018) 

navode da metode umjetne inteligencije imaju sve veću primjenu u područjima 

poljoprivrede, uključujući predviđanje, optimizaciju procesa i donošenje odluka na 

temelju velikih skupova podataka. Njihova prednost posebno dolazi do izražaja kod 

sustava s velikim brojem međusobno povezanih parametara. 

U području tehnologije prskanja umjetne neuronske mreže mogu predstavljati učinkovit 

alat za razvoj prediktivnih modela koji povezuju radne uvjete sustava s parametrima 

dobivenog mlaza. Međutim, još uvijek postoji nedostatak istraživanja koja istodobno 

analiziraju utjecaj brzine kretanja i različitih kutova postavljanja mlaznica primjenom 

naprednih metoda modeliranja. Stoga je cilj ovog rada istražiti mogućnost primjene 

umjetnih neuronskih mreža za modeliranje parametara prskanja pri različitim 

kinetičkim uvjetima rada. Poseban naglasak stavljen je na analizu utjecaja brzine 

kretanja i položaja mlaznica postavljenih pod različitim kutovima, s ciljem razvoja 

modela koji omogućuju preciznije predviđanje i optimizaciju procesa aplikacije 

sredstava za zaštitu bilja. 
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1. 1. Hipoteze i ciljevi istraživanja 

 

CILJ 1: Testirati razlike pokrivenosti tretirane površine škropivom i raspona veličine 

kapljica škropiva s obzirom na brzinu kretanja traktorskog agregata i kuta mlaznica 

prskalice. 

 

CILJ 2: Procijeniti grešku modela (RMSE) pokrivenosti tretirane površine i raspona 

veličine kapljica za obični regresijski model i model izrađen pomoću umjetne 

neuronske mreže. 

 

HIPOTEZA 1: Najveća pokrivenost tretirane površine uz najmanji utrošak škropiva i 

najuži raspon veličine kapljica ostvaruje se pri brzini traktorskog agregata od 6-7,9 

km/h i kutu mlaznica prskalice +30° u odnosu na ostale varijante. 

 

HIPOTEZA 2: Pogreška procjene modela (RMSE) pokrivenosti tretirane površine 

škropivom i raspona veličine kapljica u ovisnosti o brzini kretanja agregata i kutu 

prskanja izrađenog pomoću umjetne neuronske mreže bit će manja nego kod 

standardnog modela linearne regresije. 
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2. PREGLED LITERATURE 

 

2. 1. Tehnika i teorija prskanja 

 

Osnovni cilj tehnike prskanja u zaštiti bilja jest osigurati ravnomjerno taloženje dovoljne 

količine škropiva na ciljanoj površini uz što manje gubitke zanošenjem, odbijanjem i 

isparavanjem kapljica. Učinkovitost primjene pesticida pritom je određena 

međudjelovanjem fizikalnih svojstava kapljica, tehničkih karakteristika uređaja za 

prskanje, svojstava ciljane površine i okolišnih uvjeta tijekom aplikacije. Jedan od 

najvažnijih čimbenika u procesu prskanja predstavlja veličina kapljica jer ona izravno 

utječe na transport kapljica kroz zrak, potencijal zanošenja i mogućnost zadržavanja 

na biljnoj površini. Xue i sur. (2022) utvrdili su da se smanjenjem promjera kapljica 

značajno povećava utjecaj sile otpora zraka, osobito kod kapljica manjih od 150 µm, 

čime raste njihov potencijal zanošenja i smanjuje učinkovitost taloženja na ciljanoj 

površini. S druge strane, kapljice većeg promjera imaju manji potencijal zanošenja, ali 

često rezultiraju slabijom pokrivenošću biljke. Upravo zbog toga pravilno formiranje 

spektra veličine kapljica predstavlja jedno od temeljnih pitanja tehnike prskanja. 

Praćenjem veličine kapljica nanoemulzija putem dinamičkog raspršenja svjetlosti, 

pokazno je da su formirane nanoemulzije stabilne u odnosu na Ostwaldovo 

sazrijevanje, tj. rast kapljica. Spontano nastala nanoemulzija koja je stabilna protiv 

Ostwaldovog sazrijevanja, može se koristiti kao nanonosač za isporuku pesticida 

netopljivih u vodi navode Guo i sur., (2024). Potencijal odbijanja kapljica istražili su 

Dafsari i sur., (2021)   korištenjem fotografije velike brzine, a rezultati pokazuju važnost 

geometrijskog dizajna na performanse mlaznica i učinkovitost induciranog zraka na 

smanjenje zanošenja i odskoka U radu je istraživano prostorno ponašanje kapljica 

škropiva koje je ključno za reguliranje taloženja pesticida. Smanjenje udjela kapljica 

koje se lako povlače, čemu doprinosi koalescencija kapljica, može značajno povećati 

taloženje kapljica na ciljanom području navode Xue i sur., (2021). Odabir metode 

prskanja ključan je u određivanju opsega rizika za okoliš i zdravlje ljudi, kao i troškova 

proizvodnje usjeva. Za jasno i sustavno razumijevanje procesa koji su uključeni u 

nanošenju škropiva i zanošenja mlaza potrebno je uzeti u obzir kinetičke aspekte 

kapljica i isparavanje vode za prskanje. Boonupara (2023) istražuje utjecaj tehnika 

prskanja na zanošenje a rezultati ukazuju da svaka metoda posjeduje različite 
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karakteristike koje utječu na potencijal onečišćenja okoliša, obuhvaćajući čimbenike 

poput isparavanja, zanošenja mlaza i utjecaja na susjedna područja što je shematski 

prikazano na slici 1. 

 

 

Slika 1. Utjecaj tehnika prskanja na zanošenje mlaza i isparavanje u atmosferi 

(Boonupara, 2023) 

 

Nakon dolaska kapljice na biljnu površinu važnu ulogu imaju procesi udara, širenja i 

zadržavanja kapljice. Rioboo i sur. (2002) istraživali su dinamiku udara kapljica o krutu 

podlogu te su pokazali da vlažnost i hrapavost površine značajno utječu na širenje i 

ponašanje kapljice nakon kontakta s podlogom. Takvi procesi izravno određuju 

učinkovitost zadržavanja pesticida na biljci te mogu utjecati na stupanj pokrivenosti 

tretirane površine. Uz fizikalna svojstva kapljica i karakteristike ciljane površine, važan 

utjecaj imaju i okolišni uvjeti tijekom aplikacije pesticida. Zhou i sur. (2024) navode da 

sadržaj vlage u tlu, temperatura i intenzitet isparavanja mogu značajno utjecati na 

apsorpciju i zadržavanje kapljica pesticida. Autori ističu da pravilno odabrani vremenski 

uvjeti tijekom tretiranja predstavljaju važan preduvjet učinkovite i ekološki prihvatljive 

primjene pesticida. Pegg i sur., (2018) radi lakše predodžbe o udaru kapljica 

predstavljaju analitička i numerička istraživanja trećeg potencijalnog mehanizma 

prskanja, odnosno elastična deformacija podloge te je formuliran osnosimetrični 

Wagnerov model udara kapljice koji pokazuje da oscilacija podloge može utjecati na 

mlaz prskanja i ukazati na početak prskanja. Ponovno razmatranje maksimalne 

deformacije udarnih kapljica dovodi do spoznaje da je ključno razjasniti učinak 

površinskih struktura na maksimalnu deformaciju kapljica, što može značajno 
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promijeniti dinamiku širenja kapljica navode u svojem istraživanju Hu i sur., (2025). Za 

siguran postupak prskanja, važnu ulogu ima udar kapljica na suhu ili vlažnu podlogu. 

Opis fizičkih mehanizama uključenih u utjecaj kapljica na suhu, djelomično vlažnu 

podlogu istražuju Attané i sur., (2007) pomoću analitičkog jednodimenzionalnog  

modela temeljenog na jednadžbi energije a Wildeman i sur., (2016) istražuju proračun 

energije i mehanizme disipacije tijekom udara kapljice o čvrste površine i navode da 

se za velike brzine udara kapljica početna energija transformira u površinsku energiju, 

neovisno o parametrima udara i detaljnim mehanizmima gubitka energije. Utjecaj 

kapljica na kakvoću prskanja istražuju i drugi autori (Khojasteh i sur., 2017) pomoću 

trodimenzionalne numeričke simulacije primjenom Level-Set metode kako bi se 

istražio utjecaj kapljica vode na zakrivljene i ravne hidrofobne i superhidrofobne 

podloge, rezultati ukazuju da parametri kao što su Weberov broj, zakrivljenost površine 

i ravnotežni kontaktni kut variraju s obzirom na dinamiku udara, a utvrđeno je da udar 

na sferne površine predstavlja veću površinu tekućine koja dolazi u kontakt s podlogom 

u odnosu na ravne površine. U istraživanju osnovnog procesa udara kapljica na 

superhidrofobne površine, Chu i sur., (2023).  koriste dva najvažnija parametra koji 

opisuju dinamiku udara kapljica, tj. maksimalni koeficijent širenja i vrijeme kontakta i 

ukazuju da sveprisutni fenomen interakcije tekućine i površine, dinamika utjecaja 

kapljica ima presudan učinak na primjenu superhidrofobnih površina. Yang i sur., 

(2022) navode da kada kapljice vode leže na superhidrofobnim površinama, često 

ostaju pod visokim kutovima, a niža histereza kontaktnog kuta površine čini da se 

kapljice vode izuzetno lako kotrljaju. Isti izvor navodi da je istraživanje manipulacije 

kapljicama na superhidrofobnim površinama postiglo je obećavajuće rezultate, koji će 

imati veliki potencijal primjene u područjima prijenosa tekućina, biokemijske separacije 

na licu mjesta detekcije i mikrofluidike. 

Uz fizikalna svojstva kapljica i karakteristike ciljane površine, važan utjecaj imaju i 

okolišni uvjeti tijekom aplikacije pesticida. Zhou i sur. (2024) navode da sadržaj vlage 

u tlu, temperatura i intenzitet isparavanja mogu značajno utjecati na apsorpciju i 

zadržavanje kapljica pesticida. Autori ističu da pravilno odabrani vremenski uvjeti 

tijekom tretiranja predstavljaju važan preduvjet učinkovite i ekološki prihvatljive 

primjene pesticida. Rezultati istraživanja modela pokazali su da visina kraka, prosječna 

brzina vjetra i vrsta mlaznice glavni su čimbenici koji utječu na zanošenje raspršivača, 

a model je i koristan alat za istraživanje zanošenja mlaza pod različitim uvjetima 

(Holterman i sur., 1998).  
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Na kakvoću aplikacije značajno utječu i tehničke karakteristike uređaja za prskanje, 

posebice tip mlaznice i način raspršivanja škropiva. Foqué i sur. (2012) istraživali su 

utjecaj tehnike raspršivanja mlaznicama ravnog mlaza te su utvrdili da takav način 

aplikacije omogućuje ravnomjerniju raspodjelu i veće taloženje pesticida na biljnoj 

površini. Time se potvrđuje da pravilnim odabirom tehničkih parametara aplikacije 

može biti značajno povećana učinkovitost zaštite bilja. U postupku aplikacije pesticida 

važnu ulogu imaju učinak tlaka raspršivanja i promjer mlaznice koji utječe na kakvoću 

mlaza, kao i srednji VMD i NMD što istražuju Mashhadi i sur., (2025) čiji rezultati 

naglašavaju da optimizacija tlaka prskanja i promjera mlaznice igraju ključnu ulogu u 

kontroli veličine kapljica i poboljšanja prskanja, odnosno učinkovitijoj primjeni pesticida 

i ublažavanja rizika za okoliš.  

Holterman (2003) predstavlja teoretske aspekte koji su već korišteni u primjeni kao što 

je IDEFICS model raspršivanja. Model IDEFICS, razvijen je za opisivanje depozita 

(škropivo koje se zadrži na listu) niz vjetar iz konvencionalne prskalice za kemijsku 

zaštitu usjeva u poljoprivredi. Zbog složenosti procesa raspršivanja posljednjih godina 

razvijaju se različiti teorijski i numerički modeli za opisivanje nastanka i ponašanja 

kapljica tijekom atomizacije. Canu i sur. (2018) istraživali su razvoj sučelja tekućina–

plin u okviru Euler-Lagrangeova pristupa modeliranju raspršivanja te su istaknuli 

važnost preciznijeg opisivanja distribucije veličine kapljica tijekom procesa atomizacije. 

S ciljem boljeg razumijevanja raspodjele kapljica Fan i sur. (2022) razvili su sustav 

vrednovanja temeljen na fraktalnoj dimenziji distribucije veličine kapljica, pri čemu 

autori navode da takav pristup omogućuje kvalitetniji opis ujednačenosti kapljica i ima 

potencijalnu primjenu u optimizaciji procesa prskanja u poljoprivredi. Isti izvor navodi 

da dosadašnja istraživanja potvrđuju da učinkovitost tehnike prskanja nije određena 

samo jednim čimbenikom, nego složenim međudjelovanjem veličine kapljica, 

karakteristika ciljane površine, tehničkih parametara uređaja i okolišnih uvjeta tijekom 

aplikacije pesticida. Isti izvor ukazuje da je precizno dopremanje kapljica pesticida do 

cilja uvijek bio izazov za prskanje usjeva. Za preciznu i sigurnu aplikaciju pesticida 

potrebno je utvrditi raspodjelu veličine kapljica i tlak na vrhu mlaznice (venturi i ne-

venturi) pod utjecajem radnog ciklusa PWM (Pulse width modulated) tehnologije 

prskalice s modulacijom širine pulsa. Butts i sur., (2019) navode da venturi mlaznice 

se ne preporučuju za PWM sustave jer mogu dovesti do nekonzistentnih primjena, 

posebno u pogledu stvaranju veličine kapljica i pritisaka na vrhu mlaznice. 
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 2. 2. Računalni programi u vrednovanju kapljica   

 

U postupku vrednovanja kapljica važnu ulogu imaju računalni programi koji su brži i 

precizniji od ručnog vrednovanja. Zhua i sur. (2011) istražuju sprječavanje primjene 

prekomjernog ili nedovoljnog raspršivanja na predviđene ciljeve pomoću softvera 

DepositScan i prijenosnog sustava za skeniranje i navode da je prijenosni sustav za 

skeniranje prikladno rješenje za procjenu prskanja za površine manje od 23,9 µm i da 

DepositScan ignorira ako je primjenjivana rezolucija od 2400 dpi. Programsko rješenje  

DepostScan u analizi veličine kapljica pesticida za procjenu postotka pokrivenosti 

VOP-a, koriste i Husseini i sur. (2016). Rezultati njihovih istraživanja pokazuju da 

postoji visoka povezanost između procijenjenog postotka pokrivenosti te navode da 

primjena softvera DepositScan može uštedjeti vrijeme i biti jednostavan način 

proučavanja aplikacije pesticida u usjevima u odnosu na primjenu ljepljivih kartica s 

feromonom. Brandoli i sur., 2018, 2021) te Machado i sur., (2018) predlažu i 

eksperimentalno dokazuju da nova metodologija koja se temelji na korištenju mobilne 

aplikacije za pametne telefone pod nazivom DropLeaf – Spraying Meter može pomoći 

u sigurnijoj primjeni pesticida. Predloženi alat mogu široko koristiti poljoprivrednici 

opremljeni konvencionalnim mobilnim telefonima, poboljšavajući upotrebu pesticida uz 

zdravstvene, ekološke i financijske koristi. Rezultati Shana i sur. (2021), koji koriste 

DepositScan (USA, 2012) za analizu taloženja kapljica na različitim mjestima 

uzorkovanja, potvrđuju da VOP može poslužiti kao praktičan alat za procjenu prostorne 

raspodjele taloženja i optimizaciju parametara prskanja. Uključujući postotak 

pokrivenosti prskanjem i broj kapljica na različitim mjestima uzorkovanja. 

Iako VOP predstavlja jednostavnu i dostupnu metodu za procjenu taloženja kapljica, 

potrebno je  kritičko sagledavanje pouzdanosti i ograničenja ovakvog pristupa. 

Hoffman i Hewit (2005) uspoređuju tri sustava za ispitivanje raspršivanja, USDA-ARS, 

Swath Kit i DropletScan. Njihovi rezultati pokazuju visoke korelacije između sva tri 

sustava te smatraju da se rezultati navedenih sustava mogu usporediti. U istraživanju 

gdje su VOP-i analizirani pomoću softvera DepositScan, CIR, e-Sprinkle i Conta-Gotas 

utvrđeno je da između izmjerenih vrijednosti postoji jaka povezanost, ali i razlika 

između numeričkih vrijednosti koje su izmjerene za isti papir, stoga nije preporučljivo 

uspoređivati rezultate dobivene različitim programima (Cunha i sur., 2013). U svom 

radu Cunha i sur. (2011) procjenjuju sposobnost nekoliko različitih računalnih 
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programa (Gotas, StainMaster, ImageTool, StainAnalysis, AgroScan, DropletScan i 

Spray Image) za obradu slike analize kvalitete prskanja na VOP-a koje se koriste kao 

umjetne mete. Isti autori navode da je u njihovom istraživanju računalni program 

Spray_ImageII, procijenio gustoću pokrivenosti sa srednjom apsolutnom pogreškom 

od 2% i apsolutnom pogreškom ispod 10%, čak i s 43% stope pokrivenosti i da je u 

odnosu s ostalim programima pružio najbolju točnost za pokrivenost i spektar veličine 

kapljica. SnapCard ("testna kartica" koja pokaže gdje i koliko je prskanje stvarno 

pogodilo biljku) omogućuje predviđanje, mjerenje i arhiviranje pokrivenosti 

raspršivanjem pesticida kvantificiranu iz kartice osjetljive na vodu (Nansen i sur., 

(2015). Isti autor navodi da se u istraživanju kakvoće aplikacije pesticida i vrednovanju 

kapljica, primjenjuju se i besplatne aplikacije za pametne telefone koje se mogu koristiti 

za optimizaciju pokrivenosti škropivom i smanjenje rizika od razvoja otpornosti u 

ciljanim populacijama štetnih organizama. Zhua i sur. (2011) dodatno ukazuju na to da 

rezultati ovise o kvaliteti skeniranja i rezoluciji slike, pri čemu softver DepositScan pri 

određenim postavkama može ignorirati sitne detalje, što utječe na točnost procjene 

taloženja. Mendes i sur. (2020) istražili su veliki potencijal aplikacija za pametne 

telefone u kontekstu naprednih poljoprivrednih aktivnosti u stvarnom vremenu, 

posebice zbog njihove dostupnosti i niskih troškova primjene. Istaknuta su ograničenja 

postojećih alata, čime su dobiveni rezultati pružili vrijedan doprinos istraživačima i 

programerima aplikacija u daljnjem unaprjeđenju digitalnih rješenja za primjenu u 

poljoprivredi. 

Razvoj računalne analize slike znatno je unaprijedio mogućnost kvantitativnog 

određivanja parametara kapljica na VOP-u, uključujući broj kapljica, njihov promjer, 

pokrivenost i gustoću taloženja. Zhua i sur. (2011) te Husseini i sur. (2016) primjenjuju 

softver DepositScan za automatsku analizu veličine kapljica i postotka pokrivenosti, 

čime ubrzavaju i unapređuju procjenu kvalitete primjene pesticida u odnosu na ručne 

metode. Hoffman i Hewit (2005) istražuju sustave poput Swath Kit i DropletScan koji 

su pokazali da mogu pružiti usporedive podatke o raspršivanju, što potvrđuje važnost 

računalne obrade slike u standardizaciji procjene taloženja na VOP-u. Cunha i sur. 

(2011, 2013) analiziraju performanse softverskih programa za obradu slike (Gotas, 

StainMaster, ImageTool, StainAnalysis, AgroScan, DropletScan, Spray Image, CIR, 

e-Sprinkle, Conta-Gotas) i utvrđuju da se točnost procjene pokrivenosti i spektra 

veličine kapljica značajno razlikuje među programima, pri čemu Spray_ImageII postiže 

najmanje pogreške u procjeni gustoće pokrivenosti. Ozluoymak i Bolat (2020) razvijaju 
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softver Vision Acquisition za obradu slike koji može brzo i precizno procijeniti stope 

pokrivenosti prskanjem i broj kapljica u usporedbi sa softverima DepositScan, ImageJ 

i SnapCard. Njihov novo razvijeni softver pokazao se vrijednim alatom u odnosu na 

usporedbu s navedenim softverima čiji je cilj bio ispravno identificirati parametre 

raspršivanja na papirićima osjetljivim na vodu s obzirom na stopu pokrivenosti i broja 

kapljica. Liu i sur. (2024) predlažu model segmentacije kapljica super rezolucije 

(DSRSS) i algoritam konkavne segmentacije s više adhezija (MACS) za rješavanje 

problema taloženja u slikama niske kvalitete i smatraju da se takav model može koristiti 

kao trajno rješenje za brza mjerenja prskanja na licu mjesta. Autori Meng i sur., (2024) 

istražuju točan i pouzdan algoritam procjene parametara taloženja kapljica na VOP-u 

i smanjenje šuma (pogreške) slike pomoću tri različite metode, metode fiksnog praga, 

Otsu metoda i Genetic-Otsu metoda koja je ponudila najbolje i pouzdano rješenje za 

otkrivanje parametara taloženja kapljica na VOP-u, odnosno pružajući učinkovit alat 

za procjenu taloženja kapljica u postupku prskanja. Novu metodu temeljenu na obradi 

slike za procjenu prskanja koja koristi kombinaciju algoritma maksimalne varijance 

između klastera, kriteriji praga površine, faktor zaobljenosti i matematičke morfološke 

operacije za segmentiranje i procjenu slika kapljica na VOP-u predlažu Yan i sur. 

(2024). Rezultati u njihovom radu pokazuju da se predloženom metodom može postići 

točna segmentacija slika na VOP-u i da ima ogroman potencijal za rješavanje 

problema u području precizne poljoprivrede. 

U primjeni VOP-a ključni čimbenik je točna interpretacija mrlja kapljica, pogotovo u 

uvjetima visoke pokrivenosti, gdje dolazi do preklapanja i širenja mrlja na površini 

VOP-a. Simoes i sur. (2025) ističu da klasične tehnike računalnog vida često imaju 

ograničenu učinkovitost u prepoznavanju pojedinačnih kapljica u složenim scenarijima 

s dodirujućim mrljama, što dovodi do pogrešaka u procjeni gustoće taloženja. Xun i Gil 

(2024) predložili su novu metodu za analizu volumen VOP-a, temeljenu na 

segmentaciji dodirujućih kapljica primjenom detekcije konkavnih točaka i prilagodbe 

eliptičnih modela. Rezultati istraživanja pokazali su pozitivan linearni odnos između 

udjela dodirujućih kapljica i stupnja pokrivenosti, što ukazuje na važnost razvoja 

učinkovitih metoda za njihovu identifikaciju i razdvajanje. Nadalje, primjenom 

predložene metode ostvarena je visoka točnost segmentacije od 77,8% za uzorke 

VOP-a s relativno niskom pokrivenošću (<25%). To je omogućilo točnu akviziciju 

spektra gustoće i veličine kapljice kako bi se bolje opisao obrazac taloženja. Yan i sur. 

(2024) kombiniraju algoritam maksimalne varijance između klastera, površinski prag, 
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faktor zaobljenosti i matematičke morfološke operacije kako bi poboljšali segmentaciju 

i smanjili pogreške uzrokovane širenjem i spajanjem mrlja na VOP-u. Liu i sur. (2024) 

razvijaju model segmentacije super rezolucije DSRSS (Droplet Super-Resolution 

Semantic Segmentation) i algoritam MACS, posebno usmjeren na razdvajanje 

višestruko spojenih mrlja kapljica na slikama niže kvalitete, čime omogućuju 

pouzdaniju kvantifikaciju taloženja u realnim uvjetima. Ovi radovi pokazuju da problemi 

preklapanja i širenja kapljica nisu samo tehničko pitanje obrade slike, nego bitno utječu 

na interpretaciju taloženja kapljica i izbor optimalne tehnologije prskanja. 

Novi pristupi primjeni VOP-a usko su povezani s razvojem naprednih algoritama 

računalnog vida, metoda strojnog učenja te mobilnih i niskobudžetnih rješenja koja 

omogućuju analizu taloženja kapljica u realnom vremenu. Autori Simoes i sur. (2025) 

istražuju procjenu kvalitete raspršivanja prijenosnim sustavom pomoću pametnog 

telefona i uspoređuju klasične tehnike računalnog vida i modela strojnog učenja. 

Metode strojnog učenja, poput algoritama YOLOv8 i Cellpose, pružaju značajne 

prednosti u odnosu na tradicionalne tehnike računalnog vida (CCV), koje često 

pokazuju ograničenja pri analizi složenih scenarija, kao što su dodirujuće kapljice.  

Xun i Gil (2024), Yan i sur., (2024) te Liu i sur., (2024) predlažu napredne algoritme 

segmentacije dodirujućih kapljica i modele super-rezolucije, koji omogućuju precizniju 

rekonstrukciju spektra gustoće i veličine kapljica te bolji opis obrasca taloženja. Meng 

i sur. (2024) razvijaju algoritam Genetic-Otsu koji poboljšava klasičnu Otsu metodu i 

omogućuje pouzdanije otkrivanje parametara taloženja kapljica na VOP-u, posebno u 

prisutnosti šuma i varijabilne rasvjete. Paralelno s time, razvijaju se praktična digitalna 

rješenja poput Vision Acquisition računalnog programa (Ozluoymak i Bolat, 2020) te 

mobilnih aplikacija DropLeaf – Spraying Meter (Brandoli i sur., 2018; 2021) i Android 

modula za upravljanje mlaznicama (Koci i sur., 2023), koji integriraju akviziciju slike, 

analizu taloženja i upravljanje sustavima prskanja. Mendes i sur. (2020) naglašavaju 

da zbog široke dostupnosti pametnih telefona i njihovih senzorskih mogućnosti ovi 

uređaji imaju veliki potencijal za razvoj novih generacija alata za procjenu kakvoće 

prskanja na temelju VOP-a, uz istovremeno smanjenje troškova i povećanje 

dostupnosti tehnologije u preciznoj poljoprivredi. 
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2. 3. Vodoosjetljivi papirići 

 

Kako bi vrednovanje kapljica u postupku prskanja bilo precizno, jednostavno i relativno 

jeftino, u praksi se primjenjuju vodoosjetljivi papirići (VOP-i). Wolf (2015) navodi da su 

VOP-i koristan alat za kalibraciju raspršivača i prskalica jer taloženje škropiva postaje 

vidljivo odmah nakon aplikacije. Deveau (2015) koristi VOP-e u istraživanju 

pokrivenosti u postupku zaštite krumpira prskanjem te ističe da grube kapljice imaju 

tendenciju kretanja u ravnoj liniji i nije ih lako skrenuti laganim vjetrom ili brzinom 

kretanja, dok fine kapljice vrlo brzo usporavaju i kreću se nepravilno, ovisno o silama 

koje djeluju na njih. Ceruto i sur. (2019) ističu da deponiranje škropiva i pokrivenost 

tretirane površine imaju ključnu ulogu u postupcima zaštite, iako je njihovo mjerenje 

složen zadatak. Usporedbom VOP-a i petrijevih posuda sa silicijevim uljem pokazali 

su značajnu povezanost između jediničnog depozita i udjela prekrivene površine, zbog 

čega se VOP-i mogu primjenjivati u praktičnoj aplikaciji škropiva s visokim udjelom 

površinske pokrivenosti. Ferguson i sur. (2020) također istražuju taloženje kapljica 

pomoću VOP-a, metode Mylarwash, Mylar image Analysis i kromekota (kartice koje 

sakupljaju kapljice) te ukazuju na snažnu povezanost između VOP-a i Mylarwasha, 

neovisno o ostalim čimbenicima. Vodoosjetljivi papirići korišteni su i za procjenu 

distribucije kapljica u krošnji analizom slike i kemijskom analizom, pri čemu Moor i sur. 

(2000) navode da takav pristup može smanjiti ljudsku pogrešku te omogućiti brzu i 

točnu analizu škropiva. Guo i sur. (2019) primjenjuju VOP-e za analizu taloženja 

kapljica kod prskanja usjeva i navode da takav pristup može poslužiti kao osnova za 

poboljšanje učinkovitosti postupka zaštite bilja.    

Pouzdanost VOP-a u procjeni taloženja kapljica potvrđena je u više istraživanja, ali su 

istodobno uočena i važna ograničenja. Ahmad i sur. (2022) usporedili su VOP-e i 

staklene trake te utvrdili da su VOP-i zabilježili taloženje kapljica u ciljanoj zoni u 

rasponu od 0,049 do 4,866 μL/cm², dok su staklene trake zabilježile vrijednosti od 0,11 

do 0,793 μL/cm², pri čemu su VOP-i pokazali približno 80,3% veće zabilježeno 

taloženje škropiva. Takvi rezultati upućuju na to da VOP može biti vrlo osjetljiv 

pokazatelj taloženja, ali i da izmjerene vrijednosti ovise o vrsti podloge i načinu 

mjerenja. Deveau (2021) navodi da se kapljice ne šire na VOP-u jednako kao na listu 

biljke te da se rezultati razlikuju ovisno o analitičkoj metodi, premda VOP-i i dalje mogu 

pokazati količinu deponiranog mlaza na cilju tretiranja. Munjanja i sur. (2020) 
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razmatraju različite metode uzorkovanja taloženja pesticida u okoliš, uključujući 

kromatografski papir, staklene i plastične petrijeve zdjelice te staklena mikroskopska 

stakalca, pri čemu navode prednosti kromatografskog papira zbog zaštite pesticida od 

fotodegradacije i isparavanja. He i sur. (2024) dodatno upozoravaju da je VOP 

značajno osjetljiv u vlažnim okruženjima, a kada je pokrivenost kapljicama ispod 30% 

i preklapanje minimalno, VOP može odrediti taloženje, no pokrivenost područja 

određena skeniranjem slike predstavlja samo dvodimenzionalne podatke. 

Analiza slike važan je segment primjene VOP-a jer omogućuje procjenu pokrivenosti, 

gustoće mrlja i parametara kapljica. Fox i sur. (2003) utvrdili su da sustavi za analizu 

slika nisu učinkoviti u preciznom mjerenju gustoće mrlja kada su prekrivanja veća od 

40%, ali ipak daju prilično dosljedne rezultate pokrivenosti i informacije o veličini 

kapljica unutar ciljane pozadine. To pokazuje da analiza slike ima veliku praktičnu 

vrijednost, ali da njezina točnost opada pri većem stupnju prekrivanja. Salyani i sur., 

(2013) istraživali su prostornu raspodjelu kapljica mlaza na metama od upijajućih 

papira i VOP-a te navode da su srednji promjer volumena i broj mrlja kapljica na VOP-

u, dobiveni pomoću dvaju sustava za snimanje, pokazali primjetne razlike između 

mjerenja. Sies i sur., (2017) zaključuju da je VOP prihvatljiva alternativna metoda za 

određivanje veličine kapljica mlaza uz nisku cijenu u usporedbi s faznom doppler 

anemometrijom. Lee i sur., (2024) istražuju brzu procjenu pokrivenosti kapljicama na 

terenu pomoću VOP-a, a njihovi rezultati pokazuju odstupanja s pogreškom manjom 

od 5% i jaku povezanost između izmjerenih i procijenjenih vrijednosti. 

Jedan od glavnih problema pri uporabi VOP-a odnosi se na preklapanje kapljica i 

širenje mrlja, što može otežati interpretaciju rezultata. Ceruto i sur., (2016) proveli su 

simulaciju ponašanja VOP-a i pokazali da je preklapanje između mrlja neovisno o 

značajkama prskanja. Fox i sur., (2003) također pokazuju da pri prekrivenosti većoj od 

40% sustavi za analizu slika više nisu učinkoviti u preciznom mjerenju gustoće mrlja. 

Deveau (2021) naglašava da se kapljice na VOP-u ne šire jednako kao na listu biljke, 

što znači da rezultati dobiveni na papirićima ne odražavaju uvijek potpuno stvarno 

ponašanje kapljica na biološkoj površini. Thompson i Lyn (2011) navode da se kapljice 

prikupljene na VOP-u šire te da se standardne jednadžbe „faktora širenja” koriste za 

kompenzaciju tog učinka kako bi se što vjernije okarakterizirala stvarna veličina 

kapljica. Ova ograničenja pokazuju da rezultate VOP-a treba tumačiti oprezno, osobito 

kada se oni koriste za preciznu procjenu veličine kapljica i količine taloga.   

Novija istraživanja usmjerena su na povećanje točnosti, smanjenje troškova i razvoj 
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novih alata za obradu podataka dobivenih VOP-ima. Koo i sur., (2024) razvili su pristup 

koji koristi bijeli Kraft papir i zamjenu plave boje za procjenu taloženja te prilagođeni 

alat za analizu slike temeljen na Pythonu i SprayDAT-u, koji su usporedili s 

DepositScanom, pri čemu su rezultati pokazali povećanu točnost u odnosu na 

DepositScan. Time se otvara mogućnost primjene jeftinijih materijala uz zadržavanje 

zadovoljavajuće analitičke vrijednosti. Lee i sur., (2024) pokazuju da je moguća i brza 

terenska procjena pokrivenosti kapljicama uz malu pogrešku, što je važno za 

operativnu primjenu. Wu i sur., (2025) istražuju primjenu VOP-a kao alata za procjenu 

prskanja te navode da se unosom skeniranog VOP-a kao ulazne slike može generirati 

sintetizirana slika, što može koristiti istraživačima u budućim pokusima na VOP-u. 

Takvi pristupi upućuju na daljnji razvoj digitalne obrade slike, automatizacije analize i 

širu dostupnost metoda za procjenu kvalitete prskanja.     

 

2. 4. Brzina kretanja prskalice 

 

Brzina kretanja prskalice jedan je od ključnih parametara koji određuju uspješnost 

aplikacije pesticida, jer izravno utječe na pokrivenost ciljne površine, količinu taloženog 

škropiva i učinkovitost suzbijanja štetnih organizama. Sapkota i sur. (2023) ističu da je 

pri manjim brzinama kretanja, primjerice 9,7 km/h, postignuta veća pokrivenost i veće 

taloženje škropiva, dok se pri većim brzinama, do 22,5 km/h, bilježi značajan pad 

taloženja. Brzina kretanja neposredno je povezana i s radnim učinkom prskalice, 

odnosno kapacitetom obrade površine u jedinici vremena, ali porast radnog učinka 

putem povećanja brzine može dovesti do neujednačene raspodjele škropiva i 

smanjene zaštite bilja. Van de Zande i sur. (2005) naglašavaju da prskalice, 

zahvaljujući dobrom sustavu ovjesa, mogu ostvarivati veće brzine na terenu, ali da je 

pritom nedovoljno istražen utjecaj same brzine kretanja na kakvoću mlaza i konačnu 

učinkovitost aplikacije.  

Brzina kretanja prskalice izravno utječe na taloženje i raspodjelu škropiva po ciljnoj 

površini, jer pri većim brzinama kapljice imaju manje vremena za pravilno taloženje na 

biljnu masu. Nordbo (1992) utvrdio je da povećanje radne brzine može dovesti do 

smanjenja ravnomjernosti pokrivenosti, što posljedično smanjuje kvalitetu zaštite zbog 

neujednačene raspodjele kapljica. Utjecaj brzine kretanja na depozit, prodiranje i 

raspodjelu škropiva dodatno su istražili Dai i sur. (2023), koji su pomoću ortogonalnih 
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testova analizirali brzinu prskalice, visinu prskanja i kut mlaznica. Rezultati su pokazali 

da je najveći utjecaj na taloženje imala visina prskanja, zatim brzina kretanja prskalice, 

dok je utjecaj kuta mlaznica bio najmanji, što ukazuje na potrebu usklađivanja brzine 

s geometrijom i položajem raspršivačkih elemenata. Lin i sur., (2024) istraživali su 

brzinu kretanja i kut smjera raspršivanja kod prskalice sa zračnom potporom te 

zaključili da su ti parametri ključni za postizanje ujednačenog taloženja škropiva duž 

tretirane površine. Cunha i sur., (2018) su, kod usjeva utvrdili da različite brzine 

kretanja nisu značajno utjecale na taloženje škropiva, pri čemu naglašavaju da 

projektiranje raspršivača i simulacija procesa prskanja imaju presudnu ulogu u 

postizanju željene raspodjele.  

Povećanje brzine kretanja prskalice može dovesti do većeg zanošenja škropiva izvan 

ciljane zone, osobito kada se primjenjuju finije kapljice i kada su nepovoljni 

meteorološki uvjeti. Van de Zande i sur., (2005) navode da se zanošenje povećava s 

porastom brzine vjetra, visine grana prskalice, brzinom kretanja te pri većem udjelu 

vrlo sitnih kapljica promjera manjeg od 100 μm. Stallinga i sur., (2010) ističu da veća 

brzina kretanja, uz nepromijenjen tip mlaznica, smanjuje volumen prskanja po jedinici 

površine i povećava rizik od zanošenja, budući da se mijenja spektar kapljica i njihova 

dinamika u zraku. Farooq i sur., (2018) pokazali su da promjena brzine kretanja 

prskalice (8, 16 i 32 km/h) utječe na spektar veličine kapljica i njihovu prostornu 

raspodjelu, pri čemu veće brzine mogu pojačati turbulenciju zraka oko prskalice i 

dovesti do većih gubitaka škropiva izvan ciljane površine. Takvi gubici ne dovode samo 

do smanjene učinkovitosti suzbijanja štetnih organizama, već imaju i negativne 

posljedice na okoliš, povećavajući rizik kontaminacije susjednih parcela, vodenih tijela 

i ne ciljanih organizama. Zbog toga je pri definiranju radne brzine nužno uzeti u obzir 

ne samo željeni radni učinak, već i uvjete okoliša te karakteristike mlaznica i kapljica. 

Brzina kretanja prskalice usko je povezana s drugim radnim parametrima, kao što su 

radni tlak, tip i veličina mlaznica, visina grane prskalice, volumen primjene i udaljenost 

prskanja. Carroll (2017) istraživao je učinak brzine raspršivača i veličine kapljica na 

učinkovitost herbicida te utvrdio da se pogreške u aplikacijskoj stopi javljaju kada je 

stvarna brzina kretanja veća ili manja od ciljane, što mijenja očekivanu količinu 

škropiva po jedinici površine. Li i sur., (2025) analizirali su kombinirani utjecaj brzine, 

tlaka mlaznice i udaljenosti prskanja te identificirali optimalne radne parametre: brzinu 

kretanja od 1 m/s, tlak mlaznice od 0,95 MPa i udaljenost prskanja od 400 mm. 
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Rezultati pokazuju da je potrebno usklađivati brzinu kretanja s tlakom i geometrijom 

raspršivača kako bi se postigao željeni depozit na ciljnoj površini uz minimalne gubitke.   

Dai i sur. (2023) dodatno potvrđuju da visina prskanja, brzina prskalice i kut mlaznica 

međusobno djeluju i zajedno određuju raspodjelu škropiva i prodiranje u sklop usjeva. 

Pri tome je visina prskanja imala najveći utjecaj, no brzina kretanja je odmah iza nje, 

što ukazuje da promjena brzine bez prilagodbe ostalih parametara može dovesti do 

odstupanja od željenog taloženja. Rezultati istraživanja koje provodi Klein, (2019)  

ukazuju da strategije raspodjele veličine kapljica i njihove trajektorije mogu ponuditi 

rješenja za smanjenje utjecaja prskanja na okoliš te preporučuju klasifikaciju veličine 

kapljica prema ASABE S572.1. 

Za postizanje optimalnog učinka zaštite bilja potrebno je brzinu kretanja prskalice 

prilagoditi tipu mlaznice, radnom tlaku, volumenu primjene te trenutačnim vremenskim 

uvjetima. Sapkota i sur., (2023) pokazuju da niže brzine, unutar analiziranog raspona 

od 9,7 do 22,5 km/h, omogućuju bolju pokrivenost i veće taloženje, dok veće brzine 

smanjuju taloženje i potencijalno ugrožavaju učinkovitost tretmana. Carroll (2017) te 

Farooq i sur. (2018) naglašavaju da promjena brzine mijenja spektar veličine kapljica, 

uvjete taloženja i prostornu raspodjelu, pa je u procesu optimizacije nužno uzeti u obzir 

interakcije brzine s dizajnom mlaznica i karakteristikama ciljne površine. Nordbo (1992) 

i Stallinga i sur., (2010) dodatno ističu da veće brzine mogu narušiti ravnomjernost 

pokrivenosti i povećati rizik zanošenja, što treba ugraditi u modele procjene gubitaka i 

kvalitete raspodjele škropiva. Suvremeni pristupi sve više se oslanjaju na modeliranje 

procesa prskanja i numeričke simulacije, pri čemu se brzina kretanja, tlak, položaj 

mlaznica i struktura usjeva integriraju u jedinstvene modele za predviđanje taloženja, 

raspodjele i zanošenja škropiva. Takvi modeli omogućuju bržu optimizaciju radnih 

parametara u odnosu na klasična terenska i laboratorijska mjerenja, što je prepoznato 

i kod autora Van de Zande i sur. (2005), koji naglašavaju potrebu razvoja sustava za 

brzo mjerenje i procjenu depozita kao podršku optimizaciji aplikacijskih tehnologija.   

 

2. 5. Kut prskanja 

 

Prskalice koje se trenutno primjenjuju u postupku aplikacije pesticida najčešće imaju 

mlaznice orijentirane okomito na površinu po kojoj se kreću, što definira osnovni kut 

prskanja i time utječe na putanju, brzinu i energiju udara kapljica na biljnu površinu. 
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Istraživanje različitih položaja i orijentacija mlaznica ključno je za racionalniju primjenu 

pesticida, smanjenje zanošenja i postizanje povoljnije raspodjele kapljica unutar sklopa 

usjeva. Kut prskanja određuje komponentu brzine kapljice u smjeru površine lista te u 

uzdužnom i poprečnom smjeru, što izravno utječe na oblik tragova, veličinu i spajanje 

kapljica nakon udara. Li i sur., (2020) proveli su eksperimentalni test temeljen na Box–

Behnken dizajnu površine odziva (RSM) kako bi utvrdili zadržavanje kapljica na lišću 

u ovisnosti o kontaktnom kutu, faktoru hrapavosti i početnom kutu nagiba lista. 

Rezultati njihova istraživanja pokazuju da se razvijeni model može učinkovito koristiti 

za predviđanje taloženja kapljica na lišću te za definiranje optimalnih radnih 

parametara prskanja, uključujući kut udara kapljice i orijentaciju lista. Takav pristup 

pruža teorijsku osnovu za razumijevanje kako kut prskanja i kut nagiba lista zajednički 

određuju ravnotežu između adhezije, klizanja i potencijalnog zanošenja kapljica. 

Massinon i sur., (2014) naglašavaju da se tijekom postupka nanošenja javlja širok 

raspon kutova udara kapljica zbog njihovih putanja i varijabilnosti orijentacije listova. 

Oni ističu da diskontinuirana priroda prskanja na licu mjesta potiče razvoj malih 

mlaznica koje ciljaju pojedinačne biljke, pri čemu se na tako malom području mogu 

koristiti veće kapljice usmjerene izravno prema biljci kako bi bile manje sklone 

zanošenju. Time se potvrđuje da je kut prskanja, zajedno s veličinom kapljica, važan 

parametar za kontrolu ponašanja kapljica u letu i prilikom udara u ciljnu površinu. U 

teorijskim modelima gibanja kapljica nužno je uvažiti međudjelovanje gravitacijskih, 

inercijskih i aerodinamičkih sila, koje u kombinaciji s kutom izlaska iz mlaznice i kutom 

nagiba ciljne površine određuju kompletnu putanju i konačni položaj taloženja kapljice. 

Razvijeni matematički modeli gibanja kapljica raspršenih u struju zraka pod različitim 

kutovima polaska posebno su korisni za procjenu tragova i putanja kapljica nastalih 

procesom prskanja.  

Interakcija kapljice i biljne površine ovisi o kontaktnoj kutnoj vrijednosti, hrapavosti 

površine, brzini udara i kutu pod kojim kapljica dolazi u dodir s listom. Li i sur. (2020) 

pokazali su da kombinacija kontaktnog kuta, hrapavosti i početnog kuta nagiba lista 

određuje zadržavanje kapljica te da takav model može poslužiti kao referenca za 

podešavanje parametara prskanja radi poboljšanja depozita na lišću. Jia i sur., (2015) 

istraživali su interakcije kapljica na površini biljaka soje i utvrdili da nakon udara kapljica 

nije zabilježen odskok, dok je za kapljice veće od 300 µm uočeno klizanje po površini 

nagnutoj pod 30°. Ovi rezultati pojašnjavaju da pažljiv odabir parametara prskanja, 

posebno veličine kapljica i kuta udara, može maksimizirati područje raspršivanja i 
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zadržavanja kapljica na biljkama soje uz minimalne količine sredstva. Kut udara na 

nagnutu biljnu površinu određuje hoće li kapljica ostati na mjestu, proširiti se, skliznuti 

ili se spojiti s drugim kapljicama, što izravno utječe na učinkovitost aplikacije. Massinon 

i sur., (2014) navode da zbog varijabilne orijentacije listova u sklpu usjeva dolazi do 

širokog raspona kutova udara kapljica. To znači da jedna te ista mlaznica, pri istom 

kutu prskanja, ostvaruje različite efektivne kutove udara ovisno o položaju i nagibu 

lisne plohe, što bitno mijenja lokalnu pokrivenost i taloženje škropiva. S obzirom na to, 

u projektiranju i optimizaciji sustava prskanja potrebno je uzeti u obzir ne samo kut 

mlaznice nego i geometriju i prostornu orijentaciju ciljnih biljnih organa.  

Utjecaj tipa mlaznice, tlaka prskanja, brzine vožnje i kuta prskanja na pokrivenost i 

taloženje škropiva istražuju Cieniawska i Pentos (2021). Oni navode da se maksimalna 

pokrivenost može postići uporabom srednjih i grubih kapljica, malom brzinom kretanja 

(1,1 do 1,6 m/s) i kutom mlaznica od 20° usmjerenim u suprotnom smjeru od smjera 

vožnje. Takva kombinacija parametara omogućuje dulje vrijeme zadržavanja kapljica 

u zoni cilja i povoljniji kut udara, što dovodi do veće površinske pokrivenosti. Lima i sur. 

(2018) istraživali su četiri kuta raspršivanja pesticida u pamuku i utvrdili da kut pomaka 

od 30° u odnosu na redove sjetve daje najbolje rezultate prema broju i gustoći kapljica. 

Time je potvrđeno da orijentacija mlaza u odnosu na redove usjeva značajno utječe 

na raspodjelu kapljica i ukupnu uniformnost pokrivenosti biljaka. U praksi to znači da 

prilagodba kuta mlaznica rednoj strukturi usjeva može povećati učinkovitost tretmana 

bez povećanja utroška sredstva. Wolf i Peng (2011) analizirali su interaktivni učinak 

kuta mlaznice (-60°, -30°, 0°, +30° i +60°) i brzine kretanja (7,6 i 15,2 km/h) te su 

pokazali da je učinak kuta značajno ovisio o brzini kretanja. Uz to, ispitivali su i utjecaj 

visine grane s mlaznicama (30 i 75 cm) te ustanovili da je pri manjoj brzini pokrivenost 

bila veća, kao i kada je grana s mlaznicama bila niža (30 cm). Ovi rezultati potvrđuju 

da se optimalna pokrivenost postiže usklađivanjem kuta prskanja, visine mlaznica i 

brzine kretanja prskalice. Uglic i sur., (2026) navode da su u uvjetima bez vjetra 

konvencionalne orijentacije mlaznica nagnutih unatrag -30° te orijentacije 0° i +30° 

pružile usporedivu pokrivenost prskanja (≥ 42%) i da se nisu razlikovale u kontroli 

korova ili smanjenju biomase. Najniža pokrivenost prskanjem (16%) uočena je pri 

mlaznicama nagnutima -30°, što upućuje na to da preveliki negativni kut u odnosu na 

smjer kretanja može smanjiti efektivnu pokrivenost dosega. Savinci i sur., (2021) 

istražuju učinkovitost prskanja s mlaznicama postavljenim pod tri različita kuta: +15° 

(usmjereno prema naprijed), 0° (vertikalno prema dolje) i -15° (usmjereno prema 
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natrag) te navode da promjena kuta značajno utječe na penetraciju kapljica kroz sklop 

usjeva, pri čemu su mlaznice pod +15° pokazale najbolju pokrivenost i prodiranje u 

gušće dijelove biljke.  

Zanošenje škropiva predstavlja dio sredstva koji ne dospijeva na ciljanu površinu 

usjeva i stoga je izravno povezano s onečišćenjem okoliša. Razvijeni matematički 

modeli gibanja kapljica raspršenih u struju zraka pod različitim kutovima omogućuju 

procjenu tragova ili putanja kapljica te su korisni za analizu potencijala zanošenja. 

Pascuzzi i sur., (2020) te Yu i sur., (2021) istraživali su smanjenje zanošenja kod 

mlaznica s kutom mlaza od 10° i 20° te navode da takve konfiguracije mogu smanjiti 

potencijal zanošenja i minimizirati štetu za okoliš. Itmec i sur. (2021) istraživali su četiri 

kuta orijentacije mlaznica u odnosu na smjer vjetra (0°, 5°, 10°, 15°) i tri brzine vjetra 

(1,5; 2 i 2,5 m/s). Rezultati pokazuju da je pomak niz vjetar značajno smanjen kod 

kutnog položaja mlaznica u usporedbi s nekutnim (0°) položajem. Najveća smanjenja 

pomaka niz vjetar postignuta su pri brzini vjetra 2 m/s i kutu orijentacije od 15°, kao i 

pri brzini 1,5 m/s i istom kutu. Čak je i mlaznica s najvećim potencijalom pomaka među 

ispitivanima ostvarila smanjenje pomaka niz vjetar od oko 22,56% pri brzini vjetra 2 

m/s i kutu orijentacije od 10°. Massinon i sur., (2014) ukazuju da upotreba većih 

kapljica usmjerenih ravno prema biljci može smanjiti zanošenje na malim ciljanim 

površinama. U kombinaciji s prikladno odabranim kutom prskanja moguće je smanjiti 

vodoravnu komponentu brzine kapljica u smjeru vjetra, čime se smanjuje udaljenost 

koju mogu prijeći izvan ciljnog područja. Time se potvrđuje da prilagodba kuta prskanja 

predstavlja važan praktični alat za kontrolu zanošenja, posebno u uvjetima 

promjenjivog vjetra i heterogene strukture usjeva.  

Matematičko modeliranje gibanja kapljica u polju strujanja zraka, uz uvažavanje kuta 

izlaska iz mlaznice, brzine kapljica i aerodinamičkih sila, temelj je za optimizaciju 

sustava aplikacije pesticida. Modeli poput onih koje navode Pascuzzi i sur., (2020) i 

Yu i sur., (2021) mogu se koristiti za simulaciju različitih kombinacija kuta mlaza, brzine 

vjetra i visine prskanja kako bi se unaprijed procijenili depoziti na cilju i potencijal 

zanošenja. Na taj način moguće je definirati radne prostore parametara u kojima se 

istodobno postižu zadovoljavajuća pokrivenost i minimalna zanošenja. Li i sur. (2020) 

uporabom Box–Behnken dizajna površine odziva pokazali su da se statističkim 

planiranjem pokusa i modeliranjem može izgraditi predviđeni model zadržavanja 

kapljica na lišću s obzirom na kontaktni kut, hrapavost i početni kut nagiba lista. Takav 

pristup može se proširiti i na optimizaciju kuta prskanja, pri čemu se kut mlaznice i kut 
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udara kapljice uključuju kao ulazne varijable modela. Optimizacija ovih parametara 

omogućuje pronalaženje kompromisa između povećanog depozita, dobre pokrivenosti 

i smanjenog zanošenja. Yan i sur. (2025) istraživali su učinkovitost prskanja s 

mlaznicama postavljenim na tri visine (0,5, 0,6 i 0,8 m) kroz deset različitih kutova 

nagiba (1° do 10°) te su, u kontekstu osciliranja krila prskalice i promjenjivog položaja 

mlaznica, utvrdili maksimalno dopuštene kutove neželjenog nagiba. Za visine prskanja 

0,5 m i 0,8 m maksimalni podnošljivi nagib iznosi 4°, dok za visinu 0,6 m iznosi 3°. Ovi 

rezultati pokazuju da se u optimizacijskim modelima mora uzeti u obzir ne samo 

nominalni kut prskanja, već i dinamičke promjene kuta uslijed neravnina terena i 

vibracija radnog stroja. Integracijom eksperimentalnih rezultata (Li i sur., 2020; 

Massinon i sur., 2014; Cieniawska i Pentos, 2021; Lima i sur., 2018; Wolf i Peng, 2011; 

Uglic i sur., 2026; Savinci i sur., 2021; Pascuzzi i sur., 2020; Yu i sur., 2021; Itmec i 

sur., 2021; Yan i sur., 2025) u jedinstveni model moguće je razviti višekriterijske 

strategije optimizacije. Takve strategije obuhvaćaju izbor tipa mlaznice, tlaka, brzine 

kretanja, visine grane i kuta prskanja, pri čemu je cilj maksimizirati pokrivenost i 

učinkovitost suzbijanja uz minimalnu potrošnju sredstva i minimalno zanošenje 

škropiva.  

 

2. 6. Veličina kapljice škropiva 

 

Vrlo važan čimbenik koji utječe na pokrivenost biljke je veličina kapljica škropiva. Osim 

toga, veličina kapljica utječe i na učinkovitost tretmana, kao i na zanošenje pesticida u 

okoliš. Krupnije kapljice manje su podložne zanošenju i bolje prodiru do tla, zbog čega 

se često koriste kod herbicida, ali mogu slabije prekriti biljku i povećati otjecanje 

sredstva s lista. Sitne kapljice bolje prekrivaju površinu lista i korisne su kod insekticida 

i fungicida, ali ih vjetar lako odnosi pa dolazi do zanošenja i mogućeg onečišćenja 

okolnih površina. Najvažniji čimbenici koji utječu na izbor veličine kapljica su cilj 

tretiranja (morfološke karakteristike biljke), vrsta pesticida, vremenski uvjeti i tip 

mlaznice na prskalici, pri čemu je u praksi cilj postići ravnotežu između dobre 

pokrivenosti i što manjih gubitaka pesticida u okoliš. Spektar veličine kapljica ključni je 

čimbenik u primjeni pesticida jer utječe na biološku učinkovitost tretmana u smislu 

ciljne pokrivenosti, utjecaj na okoliš u smislu isparavanja i zanošenja te sigurnost 

operatera u smislu izloženosti. Istraživanje veličine kapljica u kontekstu njihove 
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zadržanosti na usjevu pokazuje da različite veličine dovode do različitog skupljanja 

škropiva na pojedinim dijelovima biljke, što izravno utječe na učinkovitost suzbijanja 

štetnih organizama. Male kapljice sklonije su zanošenju i ne zadržavaju se dovoljno 

na biljci, dok se veće ne lijepe dobro za krošnju, zbog čega je nužno optimizirati spektar 

veličina kako bi se postigla zadovoljavajuća učinkovitost i smanjili neželjeni gubici u 

okoliš. Utjecaj veličine kapljica na zanošenje s aspekta brzine vjetra istražuje Pearson 

(2024), a rezultati ukazuju da su najmanje kapljice najviše sklone zanošenju što je i 

prikazano u grafikonu 1. 

 

 

Grafikon 1. Utjecaj veličine kapljica i brzine vjetra na zanošenje (Pearson, 2024) 

 

Istraživanje kapljica koje padaju na površinu lista biljke, s obzirom na veličinu kapljice 

i brzinu sudara, upotrebom softvera Fluent upućuje na mogućnost poboljšanja 

parametara u postupku zaštite bilja te povećanja učinkovitosti tretmana navode Li i 

sur., (2021). Isti izvor navodi da analiza sudara kapljica s lisnom površinom omogućuje 

bolje razumijevanje širenja, prianjanja ili odbijanja kapljica ovisno o njihovoj veličini i 

brzini. Weidong i sur., (2013) pomoću kamera velikih brzina analiziraju utjecaj veličine 

kapljica i udarnih kutova od 28° i 44° na površinu lista te navode da je maksimalni 

omjer raspršivanja glavnog dijela kapljica nakon sudara veći kod manjih kapljica nego 

kod pojedinačnih velikih kapljica. Massinon i sur., (2016) provode pregled različitih 

parametara prskanja s modeliranjem temeljenim na dubljem razumijevanju interakcije 

lista i kapljice te ističu da je optimalna distribucija veličine kapljica ona koja je što je 
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moguće uža, kako bi se maksimiziralo zadržavanje kapljica za ciljanu formulaciju. 

Rezultati istraživanja pokazuju da se ishodi udara, poput prianjanja, odbijanja ili 

pucanja kapljica na lisnoj površini, mogu kvantificirati analizom slike i modelima 

logističke regresije u kojima ključnu ulogu imaju bezdimenzionalni parametri poput 

Weberovog broja. Dubs i sur., (1985) pokazali su da različite veličine kapljica dovode 

do različite relativne količine škropiva zadržane na pojedinim dijelovima biljke, što 

potvrđuje da je interakcija veličine kapljice i morfologije biljke presudna za učinkovitost 

tretiranja.  

Vrsta mlaznice jedan je od parametara s najvećim utjecajem na veličinu kapljica, što 

potvrđuju laboratorijska istraživanja u kojima se koriste instrumenti za lasersku 

difrakciju za određivanje karakteristika spektra kapljica svake kombinacije prskanja. 

Creech i sur., (2015) navode da izbor mlaznice, u kombinaciji s radnim tlakom i 

protokom, određuje raspodjelu veličine kapljica i tako izravno utječe na kvalitetu 

tretmana. Proizvođači raspršivača kontinuirano razvijaju nove modele i konstrukcijska 

rješenja, ali istraživanja pokazuju da je nužno provjeravati ponašanje novih tehnologija 

s obzirom na spektar proizvedenih kapljica kako bi se osigurala željena pokrivenost i 

smanjilo zanošenje. PWM tehnologija (modulacija širine impulsa) može osigurati tlak 

primjene unutar prihvatljivog raspona te time omogućiti povoljniju veličinu kapljica i 

ujednačeniju primjenu u odnosu na sustave temeljene samo na protoku. Fabula i sur. 

(2020) ističu da pravilno podešavanje PWM sustava poboljšava kontrolu nad veličinom 

kapljica pri promjenjivoj brzini kretanja prskalice. Wei i sur., (2021) istražuju raspodjelu 

veličine kapljica, aktivacijski tlak koji djeluje na otvore mlaznica i brzinu protoka u deset 

PWM radnih ciklusa te navode da je pažljiv odabir PWM ventila za različite otvore 

mlaznica ključan za postizanje dosljedne izvedbe prskanja s promjenjivom brzinom.  

Rezultati istraživanja Martins i sur., (2021) pokazuju da modeli raspršivača i radni tlak 

izravno utječu na parametre poput medijana volumne promjera kapljica (VMD), 

relativne amplitude i postotka kapljica promjera manjeg od 100 µm. Gong i sur. (2020) 

analiziraju utjecaj strukture raspršivača, koncentracije emulzije i tlaka raspršivanja na 

strukturu mlaza i karakteristike kapljica pomoću fotomikrografije (snimanje kroz 

mikroskop) velike brzine i obrade slike te zaključuju da konstrukcija i radni uvjeti 

mlaznice određuju tipične obrasce raspršivanja. Chen i sur., (2022) ističu da se, unutar 

ispitivanih parametara, veličina kapljice povećava s povećanjem brzine protoka, a 

smanjuje s povećanjem tlaka, dok je utjecaj kuta mlaza na veličinu kapljice razmjerno 

malen. 
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U laboratorijskim uvjetima za karakterizaciju spektra kapljica često se koriste 

instrumenti za lasersku difrakciju, koji omogućuju detaljno određivanje raspodjele 

promjera kapljica za različite kombinacije mlaznica, tlakova i radnih uvjeta. Creech i 

sur., (2015) koriste takve instrumente kako bi kvantificirali utjecaj vrste mlaznice na 

veličinu kapljica te time istaknuli važnost preciznih mjernih metoda pri razvoju i 

evaluaciji prskalica. Sijs i sur. (2021b) uspoređuju četiri metode za mjerenje distribucije 

veličine kapljica: VisiSizer analizu slike, stroboskopsko snimanje, Doppler analizu 

čestica i lasersku difrakciju, te naglašavaju da odabir tehnike mora biti prilagođen 

prirodi i očekivanom rasponu parametara kapljica. Tuck i sur., (1997) istražuju dvije 

tehnike za istodobno mjerenje veličine i brzine kapljica, Doppler analizator čestica 

(PDA) i sustav Particle Measuring System (PMS) te zaključuju da su oba instrumenta 

korisna za mjerenje karakteristika prskanja u poljoprivredi, uz jasno poznavanje 

njihovih ograničenja. Vulgarkis i sur. (2016) ispituju veličinu i brzinu kapljica koristeći 

piezoelektrični generator i neintruzivne postavke (prikupljaju podatke izvana) za 

prikupljanje i obradu slika, pri čemu dobiveni rezultati pokazuju dobro slaganje s 

mjerenjima Phase Doppler Particle Analyzer (PDPA) sustava. Zhang i sur., (2024) 

primjenjuju faznu doppler interferometriju za istraživanje veličine i brzine kapljica u 

mlazu škropiva, što omogućuje detaljan uvid u karakteristike raspršivanja mlaznica u 

realnim radnim uvjetima. Za mjerenje taloženja i distribucije kapljica na ciljnim 

površinama razvijene su optičke metode temeljene na snimanju rubova kapljica i 

njihovoj digitalnoj analizi. Jian i sur., (2024) predlažu prijenosni uređaj za optičko 

snimanje taloženih kapljica koji omogućuje stanje uzorkovanja bliže stvarnom 

taloženju na lišću. Yao i sur., (2019) razvijaju sustav mjerenja taloženja raspršivanjem 

temeljen na fluorescentnom tragaču te uspoređuju rezultate terenskih pokusa s 

istraživanjima u kojima su korišteni VOP-i, pokazujući da se kombinacijom metoda 

može poboljšati točnost procjene taloženja. Acharya i sur., (2022) naglašavaju da 

računalni vid i duboko učenje omogućuju napredno otkrivanje i praćenje kapljica 

snimljenih kamerom te time otvaraju nove mogućnosti za automatizirano mjerenje 

veličine i brzine kapljica. 

Kod prskanja jednostavnih tekućina dobro je poznato koji eksperimentalni parametri 

određuju raspodjelu veličine kapljica, no dodavanje površinski aktivnih tvari u mnogim 

primjenama uvodi do sada nedovoljno istražen utjecaj na spektar veličina. Međutim, za 

mnoge primjene dodaju se površinske aktivne tvari, proizvodeći do sada nepoznat učinak na 

raspodjelu veličine kapljica navode Sijs i sur., (2021a). Kooij i sur., (2018) istražuju 
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parametre prskanja, poput tlaka i geometrije mlaznice te parametre tekućine, 

uključujući viskoznost i površinsku napetost, i pokazuju da je veličina kapi određena 

natjecanjem između inercije tekućine i površinske napetosti, što omogućuje 

predviđanje veličine kapljica iz Weberovog broja i geometrije mlaznice. Panão i sur., 

(2023) istražuju zašto raspodjela veličine kapljica u mlazu odgovara logaritamskoj 

normali, a rezultati ukazuju da je distribucija veličine kapljica poboljšana fizička 

interpretacija raspršivanja povezana s mehanizmima raspršivanja tekućina i fenomen 

interakcije čestica i tekućine. Massinon i sur., (2017) koriste analizu slike i algoritme 

za praćenje kapljica kako bi kvantificirali veličine i brzine kapljica te primjenjuju modele 

logističke regresije povezane s Weberovim brojem za procjenu vjerojatnosti različitih 

ishoda udara, što dodatno potvrđuje važnost kombiniranja eksperimentalnih i 

modelskih pristupa. Kringel i sur., (2025) koriste računalne simulacije CFD 

(computational fluid dynamics) i metodu volumena tekućine kako bi istražili kako 

promjena oblika pneumatske mlaznice utječe na veličinu i raspodjelu kapljica te 

pokazuju da se geometrijom unutarnjeg dijela mlaznice može kontrolirati spektar 

veličine kapljica i postići ravnomjernija raspodjela škropiva. Takvi modeli pridonose 

učinkovitijem raspršivanju pesticida jer omogućuju da veća količina sredstva dospije 

na ciljanu površinu prije nego što na kapljice utječe vjetar. Panão i sur., (2023) također 

naglašavaju da poboljšana fizikalna interpretacija raspodjele veličine kapljica 

omogućuje bolje povezivanje uvjeta raspršivanja s dobivenim spektrom i time podupire 

optimiranje konstrukcije mlaznica i radnih uvjeta prskanja. 

Optimalna veličina kapljica postignuta na umjetnoj površini često nije u skladu sa 

stvarnom optimalnom veličinom u poljskim uvjetima, što ukazuje na potrebu za 

prilagodbom preporuka konkretnim kulturama, ciljanim organizmima i uvjetima 

primjene. Yubin i sur., (2016) naglašavaju da se najbolja veličina kapljica za prskanje 

znatno razlikuje ovisno o vrsti pesticida, cilju tretiranja, koncentraciji tekućine i 

razdoblju rasta štetnih organizama te da bi teorijska istraživanja o optimalnoj veličini 

kapljice trebala biti ojačana višekutnom makroskopskom i mikroskopskom analizom. 

Istraživanja ukazuju da su veličina i gustoća kapljica ključni parametri za utvrđivanje 

učinkovitosti prskalice, budući da male kapljice lako zanosí vjetar, a veće se slabije 

zadržavaju u krošnji biljke. Patel i sur., (2022) provode kritičku procjenu utjecaja 

različitih parametara, kao što su tlak zraka, brzina protoka tekućine, položaj i 

orijentacija mlaznice, na veličinu i distribuciju kapljica, potvrđujući da optimizacija 

zahtijeva usklađivanje više čimbenika. Cerruto i sur., (2022) ističu da je spektar veličine 
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kapljica potrebno prilagoditi tako da se postigne dovoljna pokrivenost ciljne površine, 

a istovremeno minimiziraju gubici uslijed isparavanja, zanošenja i izloženosti 

operatera. Pearson (2024) pokazuje da su najmanje kapljice najviše sklone zanošenju 

pri povišenim brzinama vjetra, što dodatno potvrđuje potrebu da se u uvjetima 

vjetrovitog vremena biraju krupnije kapljice i odgovarajući tipovi mlaznica. Kontrola 

taloženja pesticida zahtijeva temeljito razumijevanje prostornog ponašanja kapljica 

dok temperatura i relativna vlažnost zraka imaju veći utjecaj na gubitke isparavanjem 

kapljica manjih od 150 µm (Chen i sur., 2024). Kombiniranjem spoznaja o interakciji 

kapljica i biljne površine, karakteristikama mlaznica te raspodjeli veličine kapljica 

moguće je razviti strategije prilagođene različitim kulturama i uvjetima okoline. Kringel 

i sur., (2025) pokazuju da se promjenom geometrije pneumatske mlaznice može 

postići ravnomjernija raspodjela škropiva, što omogućuje bolju iskoristivost pesticida i 

smanjenje gubitaka uslijed zanošenja. Acharya i sur., (2022) dodatno ističu da se 

primjenom računalnog vida i dubokog učenja u nadzoru prskanja može u stvarnom 

vremenu pratiti spektar veličine i brzine kapljica te time dinamički prilagođavati radne 

parametre radi postizanja optimalnih uvjeta primjene.  

 

2. 7. Zanošenje 

 

U postupku primjene pesticida s ciljem zaštite bilja dolazi do neželjenog premještanja 

kapljica ili zanošenja škropiva pri čemu sitne kapljice, vjetar, visoke temperature, 

previsok tlak prskanja i neispravne prskalice imaju ključnu ulogu. Zanošenje može 

onečistiti susjedne usjeve, površinske i podzemne vode, tlo te ugroziti zdravlje ljudi, 

životinja i korisnih organizama kao što su pčele i druge životinje. Primjena pesticida 

stoga se mora provoditi prema zakonskim propisima, po mirnom vremenu uz pravilno 

podešenu i ispravnu opremu te uz poštivanje zaštitnih zona.  

Zanošenje kapljica može se podijeliti u dvije faze koje su odvojene približno 1 

sekundom. Početno zanošenje događa se odmah nakon raspršivanja mlaza škropiva, 

dok sekundarno zanošenje opisuje oblak sredstva koji se nastavlja kretati niz vjetar od 

ruba pojasa, gdje se taloži na površini ispod njega (Wolf, 2021b). Na slici 2 prikazan je 

početni u odnosu na sekundarni pomak. Nakon što oblak zanošenja napusti ciljanu 

površinu, relativne snage turbulencije i sedimentacije određuju količinu koja ostaje u 

zraku i količinu koja slijeće niz vjetar i završi na neciljanoj površini. 
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Slika 2. Prikaz stvaranja početnog i sekundarnog zanošenja (Wolf, 2021b) 

 

Autori Tudi i sur. (2021) ističu da zanošenje pesticida predstavlja značajnu prijetnju 

neciljanim organizmima te naglašavaju ovisnost suvremene poljoprivrede o kemijskoj 

zaštiti i potrebu implementacije ekoloških barijera radi smanjenja negativnih utjecaja 

na okoliš. 

Veličina kapljica jedan je od najvažnijih čimbenika koji utječu na zanošenje i 

učinkovitost prskanja, iako prskanje ovisi i o dozi, koncentraciji i vrsti pesticida. Cock i 

sur., (2017) numeričkim simulacijama su utvrdili da kapljice promjera 200–250 µm 

nude visoku kontrolu taloženja kombinacijom niskog potencijala zanošenja te zaključili 

da strategije raspodjele veličine kapljica mogu značajno smanjiti negativan utjecaj 

prskanja na okoliš. De Cock i sur. (2017) naglašavaju dilemu između uporabe manjih 

kapljica radi boljeg zadržavanja i većih kapljica radi smanjenja prijeđene udaljenosti te 

umjerene kinetičke energije pri udaru. Xue i sur., (2021) pokazuju da su gubici 

isparavanja kapljica manjih od 150 µm vrlo osjetljivi na temperaturu zraka i relativnu 

vlažnost, pri čemu poznavanje ponašanja kapljica omogućuje preciznije strategije 

regulacije zanošenja. Dai i sur., (2022) istražuju utjecaj elektrostatskih mlaznica na 

veličinu kapljica i omjer naboja i mase te zaključuju da manja veličina kapljica uz visoke 

omjere naboja i mase omogućuje smanjenje potrebne količine pesticida uz očuvanje 

učinkovitosti i bolju zaštitu ljudskog zdravlja i okoliša. Hua i sur., (2020) navode da je 

taloženje škropiva linearno povezano s koncentracijom prskanja te da bolje 

razumijevanje ostataka pesticida doprinosi sigurnosti hrane i učinkovitijoj kontroli 

štetnih organizama. Hipkins i sur., (2009) ističu da manje kapljice omogućuju bolju 

pokrivenost tretirane površine, ali su istovremeno osjetljivije na zanošenje vjetrom, dok 
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veće kapljice manje podliježu zanošenju, ali mogu slabije prekriti cilj. Jomantas i sur., 

(2023) pokazuju da se karakteristikama otopina i dodataka može zanošenje smanjiti 

do 30%, pri čemu svojstva sredstva za smanjenje zanošenja pomažu razumijevanju 

procesa formiranja zanošenja u poljoprivrednom prskanju. Hong i sur. (2018) koriste 

integrirani CFD model kako bi kvantificirali kretanje i taloženje kapljica različitih 

veličina, pokazujući da se model može upotrijebiti za procjenu učinkovitosti primjene i 

smanjenja zanošenja.  

Meteorološki čimbenici, osobito brzina i smjer vjetra, temperatura zraka i relativna 

vlažnost, imaju ključan utjecaj na zanošenje kapljica škropiva. Zande i sur., (2008) su 

mjerenjem zanošenja u zraku na udaljenosti 5 m od ruba polja utvrdili da povećanje 

brzine vjetra rezultira povećanjem zanošenja. Xue i sur., (2021) dodatno naglašavaju 

da su sitne kapljice (<150 µm) osobito osjetljive na promjene temperature i relativne 

vlažnosti, što ubrzava isparavanje i povećava rizik od zanošenja. Toplinsko zanošenje 

nastaje u uvjetima nestabilne atmosfere kada toplinski vrtlozi prenose kapljice na 

značajne udaljenosti od ciljanog područja. Prema Pesticide Spraying Guidelines 

(2025), za procjenu uvjeta prskanja i sprječavanje toplinskog zanošenja sve se češće 

koristi indikator Delta T kao integrirani pokazatelj kombinacije temperature i relativne 

vlažnosti zraka. Jomantas i sur., (2023) u svojim istraživanjima različitih brzina vjetra 

(2 do 10 m/s) pokazuju da povećanje brzine vjetra u kombinaciji s određenim 

otopinama utječe na razinu zanošenja, pri čemu je smanjenje zanošenja ograničeno 

kod standardnih ravnih raspršivača.  

Tehnički parametri prskalice, uključujući tlak, tip i karakteristike mlaznica, visinu grane 

i brzinu kretanja, izravno utječu na veličinu kapljica i stupanj zanošenja. Klein (2019) 

navodi da se dvije trećine problema s gubicima pesticida može izbjeći pravilnim 

upravljanjem parametrima prskalice te da primjena kontrolera brzine utječe na veličinu 

kapljica pri čemu usporavanje smanjuje tlak, povećava veličinu kapljica i može 

promijeniti učinkovitost prskanja. Autor Miller (2014) ističe da su karakteristike 

mlaznica u pogledu veličine kapljica i proizvedene brzine glavni čimbenici rizika 

zanošenja kod prskalica koje rade na usjevima. Sharda (2011) istražuje ocjenjivanje 

rada grane za prskanje s obzirom na kontrolu količine pomoću ASC (automatic section 

control) tehnologije te zaključuje da upravljački hardver i algoritmi unutar kontrolera 

moraju biti precizno dizajnirani i podešeni radi smanjenja zanošenja izvan ciljanih 

površina. Musiu i sur. (2019) naglašavaju važnost pravilnog podešavanja radnih 

parametara prskalice, kao što su količina primijenjenog škropiva, brzina protoka zraka 
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i položaj ciljne površine, kako bi se postiglo ravnomjernije taloženje sredstva na lišću, 

plodovima i tlu i smanjila potrošnja pesticida. Chen i sur. (2020) pokazali su da veličina 

kapljica i parametri kretanja prskalice značajno utječu na raspodjelu taloženja u 

ciljanom području i raspodjelu zanošenja u neciljanom području. Razvoj novih 

tehnologija prskanja, poput prskalica spojenih na robote i sustava percepcije usjeva, 

omogućuje preciznije doziranje i smanjenje zanošenja. Baltazar i sur., (2021) razvijaju 

električnu prskalicu spojenu na robota sa sustavom za procjenu gustoće lišća i 

vegetacijskog indeksa, pri čemu postignuta točnost 80 do 85% ukazuje na povećani 

potencijal preciznosti prskanja. Meshram i sur., (2022) ispituju navigacijske i putne 

algoritme za autonomne platforme, pokazujući da optimizirano kretanje može 

minimizirati rasipanje pesticida i kontrolirati opasne učinke na ljude i okoliš.  

Strategije smanjenja zanošenja uključuju optimizaciju veličine kapljica, odabir 

odgovarajućih mlaznica, prilagodbu radnih parametara prskalice, primjenu zaštitnih 

zona i ekoloških barijera te praćenje uvjeta okoliša u stvarnom vremenu. De Cock i 

sur., (2017) naglašavaju da optimizacija taloženja raspršivanjem podrazumijeva 

kompromis između manjeg zadržavanja i većeg zanošenja, pa su potrebne strategije 

raspodjele veličine kapljica koje istodobno osiguravaju učinkovitost zaštite i minimalan 

utjecaj na okoliš. Dai i sur., (2022) pokazuju da uporaba elektrostatskih mlaznica, koje 

omogućuju bolju adheziju kapljica na cilj, može smanjiti ukupnu količinu utrošenog 

pesticida uz zadržavanje učinkovitosti. Tudi i sur. (2021) ističu potrebu uvođenja 

ekoloških barijera na regionalnoj razini kao mjere za kontrolu zanošenja i zaštitu ne 

ciljanih površina, osobito s obzirom na visoku ovisnost poljoprivrede o kemijskoj zaštiti 

i potencijalne gubitke prinosa bez pesticida. Reichenberger i sur., (2007) analiziraju 

postojeće strategije ublažavanja unosa pesticida u površinske i podzemne vode te 

navode da, iako postoji veliki broj učinkovitih mjera za smanjenje zanošenja prskalice, 

nedostaje informacija o učinkovitosti kombinacija tih mjera u praksi. Blanco i sur., 

(2019) ukazuju na zdravstvene probleme ljudi povezane sa zanošenjem pesticida, 

posebno kod radnika na susjednim farmama, te predlažu uspostavu sustava praćenja 

u stvarnom vremenu kao alata za procjenu utjecaja na okoliš. Hong i sur. (2018) koriste 

CFD model za procjenu učinkovitosti različitih strategija smanjenja zanošenja i 

pokazuju da se modeliranjem može optimizirati primjena pesticida uz smanjeni rizik za 

okoliš. Palleja i sur. (2023) razvijaju novi senzor za procjenu taloženja i pomaka 

raspršenih škropiva u stvarnom vremenu, pri čemu uočeni nedostaci povezani s 

relativnom vlažnošću, temperaturom, veličinom kapljica i kemijskim sastavom otopine 
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mogu biti uklonjeni odgovarajućom kalibracijom uređaja. 

Zanošenje se može mjeriti izravnim terenskim eksperimentima ili neizravnim 

metodama u laboratorijskim ili simuliranim uvjetima, a modeliranje je sve važniji alat 

zbog troškova terenskih istraživanja. Zande i sur., (2008) mjere zanošenje u zraku na 

različitim udaljenostima, pokazujući povezanost brzine vjetra i količine zanošenja. 

Nuyttens i sur. (2008) navode da se neizravnim sredstvima za procjenu rizika, poput 

zračnog tunela i laserskog mjerenja PDPA, mogu provoditi pokusi skretanja mlaza s 

ciljane površine s različitim sustavima prskanja pod izravno usporedivim i ponovljivim 

uvjetima, pri čemu obje metode omogućuju dobivanje realne procjene zanošenja na 

polju. Rautmann i sur., (1999) istražuju zanošenja koja se protežu do 100 m od 

tretiranih površina te pokazuju da se regresijskom analizom mogu konstruirati 

pouzdane krivulje pomaka i funkcije jednadžbi koje opisuju taloženje. Wang i 

Rautmann (2008) razvijaju novi pristup modeliranju za predviđanje taloženja nakon 

primjene na tlo i kombiniraju model pomaka kapljica i atmosferske disperzije s 

mehaničkim modelom kapljica, pri čemu naglašavaju da determinističke zadane 

vrijednosti ne reproduciraju u potpunosti stvarni raspon zanošenja. Bub i sur. (2020) 

istražuju izloženost raspršivanjem pesticida korištenjem modela XDrift, paketa za 

simuliranje prostorno eksplicitne izloženosti zanošenju pesticida na staništima ne 

ciljanih vrsta na krajobraznim razmjerima. Rezultati njihovog istraživanja pokazuju da 

modularna prostorno–vremenska modeliranja mogu pridonijeti realističnijoj procjeni 

rizika te da objavljivanje izvornog koda XDrifta podržava daljnju raspravu i razvoj u 

znanstvenoj zajednici. Hong i sur., (2018) demonstriraju primjenu integriranog CFD 

modela u predviđanju kretanja i taloženja kapljica te zanošenja izvan cilja, dok Palleja 

i sur. (2023) razvijaju senzore za mjerenje taloženja u stvarnom vremenu, što 

omogućuje dodatnu kalibraciju modela na temelju terenskih podataka. 

Autorizacija pesticida u Europskoj uniji temelji se na procjeni rizika s ciljem 

sprječavanja neprihvatljivih ekoloških učinaka, što podrazumijeva potrebu za 

pouzdanim podacima i alatima za realističnije modeliranje procesa na različitim 

prostornim razinama (Bub i sur., 2020). Modeli poput XDrifta koriste se za procjenu 

prostorno eksplicitne izloženosti neciljanih staništa zanošenju pesticida, pri čemu 

rezultati pridonose donošenju informiranih regulatornih odluka i definiranju zaštitnih 

zona. Reichenberger i sur. (2007) navode da postoje mnoge pojedinačne mjere za 

smanjenje zanošenja, ali da nedostaju podaci o učinkovitosti njihovih kombinacija, što 

otežava integriranje tih mjera u regulativu i prakse upravljanja rizikom. Blanco i sur. 
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(2019) usmjeravaju pozornost na zdravstvene rizike za radnike i stanovništvo u blizini 

tretiranih površina, predlažući uvođenje sustava praćenja u stvarnom vremenu kao 

alata za procjenu utjecaja na okoliš i zdravlje ljudi. Pesticide Spraying Guidelines 

(2025) naglašavaju da prilikom procjene rizika treba uzeti u obzir meteorološke uvjete 

(npr. Delta T), tehničke karakteristike opreme, vrstu mlaznica, veličinu kapljica i radne 

parametre prskalice. Na slici 3 shematski je prikazano toplinsko zanošenje koje je 

uzrokovano nestabilnom atmosferom i uzrokuje da se kemijske kapljice toplinskim 

vrtlozima nose na značajne udaljenosti od ciljnog područja.  

 

 

Slika 3. Shematski prikaz toplinskog zanošenja (Izvor: Pesticide Spraying Guidelines, 

2025.) 

Rezultati istraživanja Tudi i sur. (2021) o gubicima prinosa bez pesticida dodatno 

pokazuju složenost regulative, koja mora balansirati između potrebe za zaštitom 

okoliša i nužnosti očuvanja prinosa u poljoprivrednoj proizvodnji.  

 

 2. 8. Utjecaj meteoroloških uvjeta na učinkovitost prskanja 

 

Vrlo važan utjecaj na učinkovitost i sigurnost primjene pesticida traktorskim 

prskalicama imaju vremenski uvjeti. Prskanje po jakom vjetru može uzrokovati 

zanošenje kapljica pesticida na susjedne površine, čime se smanjuje učinkovitost 

tretmana i povećava opasnost za okoliš. Meteorološki uvjeti imaju ključnu ulogu u 

učinkovitosti i sigurnosti primjene pesticida traktorskim prskalicama, jer izravno utječu 

na raspodjelu kapljica, zanošenje škropiva i konačni biološki učinak sredstva na 

ciljnom organizmu (Ontario – How weather conditions affect spray applications, 2025). 

Isti izvor navodi da treba prskati kada su temperature zraka niže od 25 °C, relativna 

vlažnost manja od 40%, a brzina vjetra između 0,56 do 4,17 m/s. Prskanje pri niskoj 
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relativnoj vlažnosti i visokim temperaturama ubrzava isparavanje kapljica, zbog čega 

pesticid ne dospijeva u dovoljnoj količini na biljnu površinu, dok kiša nakon prskanja 

može isprati sredstvo i dodatno umanjiti njegov učinak. Ontario - How weather 

conditions affect spray applications (2025), navodi četiri ključna vremenska čimbenika 

koja utječu na kakvoću aplikacije pesticida a to su vjetar, vlaga, temperatura i brzina 

isparavanja kapljica pesticida. Isti izvor navodi da treba uzeti u obzir i to da navedeni 

čimbenici različito utječu na vrstu korištenog pesticida te da različiti kemijski spojevi 

imaju različite temperaturne raspone na kojima su najučinkovitiji.  

Vjetar je jedan od presudnih faktora koji određuje hoće li kapljice škropiva stići na ciljnu 

površinu ili će biti zanijete na okolne, neciljane površine, s posljedičnim smanjenjem 

učinkovitosti tretmana i povećanjem rizika za osjetljiva područja (Ontario – How 

weather conditions affect spray applications, 2025). Isti izvor preporučuje provoditi 

prskanje pri brzini vjetra u približnom rasponu od oko 0,6 do 4,0 m/s, jer takve brzine 

omogućuju dovoljno kretanje zraka za ujednačenu raspodjelu kapljica, ali ne uzrokuju 

prekomjerno zanošenje. Idealna brzina vjetra za poljsku primjenu pesticida okvirno je 

između 0,8 i 4,2 m/s, pri čemu se preporučuje da vjetar ne puše prema osjetljivim 

kulturama, vodotocima ili naseljenim područjima (Pesticide Spraying Guidelines, 

2025). Drugi izvori preporučuju uži raspon, primjerice od oko 1,3 do 3,6 m/s, 

naglašavajući da su takvi uvjeti povoljniji za smanjenje zanošenja uz zadržavanje 

zadovoljavajuće pokrivenosti tretirane površine (Pesticide Environmental Stewardship, 

2025). Kako bi se dodatno smanjilo zanošenje, neki priručnici preporučuju da brzine 

vjetra za dnevnu i noćnu primjenu ostanu ispod približno 4,7 do 5,6 m/s, a da se u 

dnevnim uvjetima teži još užim rasponima oko 1,1 do1,4 m/s, osobito u blizini osjetljivih 

područja (GRDC – Practical tips to reduce spray drift, 2025). Postoje i preporuke prema 

kojima se optimalni rezultati i sigurnost okoliša postižu pri relativno konstantnoj brzini 

vjetra oko 1,1 do 1,4 m/s, uz uvjet da su ostali meteorološki parametri povoljni (farmdec 

– Safer spraying with automatic weather assessment, 2025). Wolf, (2021a) naglašava 

da je pogrešno prskati u potpuno mirnim uvjetima, jer lagani vjetar doprinosi boljoj 

vertikalnoj i horizontalnoj raspodjeli škropiva; pritom se gornja granica prihvatljive 

brzine vjetra često postavlja na približno 5,6 do 6,9 m/s. Pearson, (2024) ističe da se 

optimalno prskanje postiže kada vjetar puše iz “fokusiranog” smjera, u rasponu 

približno od 1,3 do 4,5 m/s, a visina primjene treba se prilagoditi visini usjeva kako bi 

se poboljšala ujednačenost depozita na biljnoj masi. Terenska istraživanja pokazuju 

da brzine vjetra ispod 1 m/s imaju zanemariv utjecaj na potencijalno zanošenje, dok 
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pri brzinama većim od približno 4 m/s značajan dio kapljica može biti odnesen izvan 

tretiranog polja, osobito ako su prisutne sitnije kapljice (Gil i sur., 2015; Tryhuba i sur., 

2021). 

Temperatura zraka i relativna vlažnost izravno utječu na brzinu isparavanja kapljica i 

time na učinkovitost aplikacije pesticida prskanjem. Visoke temperature i niska 

relativna vlažnost zraka uzrokuju ubrzano isparavanje kapljica, zbog čega se smanjuje 

količina aktivne tvari koja dospijeva na biljnu površinu, a povećava se rizik od 

neujednačene pokrivenosti i slabijeg suzbijanja štetnih organizama (Ontario – How 

weather conditions affect spray applications, 2025). Pearson, (2024) navodi da je 

prskanje najučinkovitije pri temperaturama zraka ispod približno 25 °C, uz relativnu 

vlažnost koja nije preniska, kako bi se smanjio gubitak kapljica isparavanjem. Pesticide 

Environmental Stewardship, 2025) proširuju gornju temperaturnu granicu do oko 29 

do 30 °C, ali uz uvjet da ostali meteorološki parametri nisu ekstremni, uz jasnu 

napomenu da se pri visokim temperaturama i suhom zraku stvaraju uvjeti za povećano 

isparavanje i nepredvidivo kretanje kapljica. Prema Pearson, (2024), optimalni uvjeti 

za prskanje su kombinacija umjerenih temperatura i nešto više relativne vlažnosti; 

navodi se da bi temperatura trebala biti manja od oko 25 °C, a relativna vlažnost veća 

od 40%, kako bi se umanjilo isparavanje i osigurala kvalitetna pokrivenost. Tadić i sur., 

(2014) navode da u domaćim uvjetima, idealna kombinacija je brzina vjetra oko 3 m/s, 

temperatura zraka manja od 22 °C te relativna vlažnost veća od 50%, jer takvi uvjeti 

omogućuju stabilan let kapljica, ograničeno isparavanje i dobru retenciju na biljnoj 

površini. Istraživanja Tryhuba i sur., (2021) također ukazuju da, čak i pri 

temperaturama ispod 25 °C, nepovoljna kombinacija vjetra, vlage i vrste kapljica može 

dovesti do bržeg isparavanja, ispiranja s biljaka i potencijalnog onečišćenja tla, što 

dodatno naglašava važnost istovremenog praćenja više meteoroloških parametara. 

Delta T je pokazatelj koji se sve češće koristi za procjenu rizika od isparavanja kapljica 

tijekom aplikacije pesticida, a definira se kao razlika između temperature suhog i 

vlažnog termometra (Ontario – How weather conditions affect spray applications, 

2025). U praksi se Delta T često prikazuje grafički u obliku jednostavne skale ili 

dijagrama u kojem su označena područja pogodna, granična i nepovoljna za prskanje, 

pa operator u polju može brzo procijeniti rizik od prekomjernog isparavanja na temelju 

očitanja iz psihrometra ili meteorološke stanice. Delta T je standardni pokazatelj koji 

poljoprivrednici koriste za procjenu brzine isparavanja kapljica vode iz mlaznica. On 

direktno utječe na to hoće li pesticid uopće stići do lista biljke. Delta T je razlika između 
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temperature suhog termometra (stvarna temperatura zraka) i temperature mokrog 

termometra (temperatura koja nastaje hlađenjem uslijed isparavanja). Delta T 

kombinira temperaturu i relativnu vlažnost zraka u jedan zajednički broj. Govori koliko 

brzo kapljica vode gubi svoj volumen u zraku prije nego što padne na ciljanu površinu. 

Izvor GRDC- Practical tips to reduce spray drift (2025)  predlaže indikator prskanja 

Delta T za određivanje brzine isparavanja kapljica, a primjer je prikazan na grafikonu 

2. 

 

 

Grafikon 2. Prikaz indikatora prskanja Delta T za određene uvjete (Izvor: GRDC. 

Practical tips to reduce spray drift (2025) 

 

U grafikonu 2 prikazan je odnos Delta T prema relativnoj vlažnosti i temperaturi. Osim 

toga, prikazana je i uobičajena smjernica za prskanje kada je Delta T između 2 i 8 i s 

oprezom ispod 2 ili iznad 10. Izvor farmdec – Safer spraying with automatic weather 

assessment (2025) naglašava da optimalne rezultate i visoku sigurnost okoliša 

možemo očekivati kada Delta T ostaje u donjem ili srednjem dijelu preporučenog 

raspona (2 do 8), uz istovremeno održavanje umjerene i relativno konstantne brzine 

vjetra. Nuyttens i sur., (2006) detaljno istražuju kako klimatski uvjeti utječu na 

zanošenje kapljica pri prskanju poljoprivrednih kultura. Autori naglašavaju da 

kombinacija visoke temperature i niske relativne vlage (što su upravo komponente koje 

čine Delta T) dramatično ubrzava isparavanje vode iz kapljica. Rad dokazuje da kada 

se kapljica smanji uslijed isparavanja, ona gubi masu i postaje podložna čak i 

najslabijem strujanju vjetra, što izravno vodi do gubitka učinkovitosti pesticida i 
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ekološkog zagađenja. Teorija o dinamici fluida i isparavanju kapljica zanimljivi su za 

sve oblike prskanja (uključujući traktorske prskalice). Fritz, B. K. (2006) istražuje 

"životni vijek" kapljice u zraku i koristi koncepte ekvivalentne Delta T-u koji bi predvidjeli 

točku u kojoj kapljica potpuno ispari prije nego što stigne do tla. Rad pruža podlogu za 

razumijevanje zašto prskanje pri visokom potencijalu isparavanja (visok Delta T) 

uzrokuje da kapljica ostane lebdjeti u zraku u obliku sitnih, koncentriranih čestica. 

Temperaturna inverzija predstavlja stanje atmosfere u kojem temperatura zraka s 

visinom raste, umjesto da opada, što dovodi do stvaranja stabilnog sloja zraka i 

specifičnih uvjeta za kretanje kapljica pesticida (Pesticide Environmental Stewardship, 

2025). U takvim uvjetima, osobito pri mirnijem vjetru, fine kapljice mogu ostati 

“zarobljene” u hladnijem sloju zraka blizu tla, koncentrirati se i kretati na nepredvidiv 

način, čime se znatno povećava rizik od zanošenja na velike udaljenosti i 

kontaminacije osjetljivih područja (Pesticide Environmental Stewardship, 2025; 

AGRICULTURE VICTORIA – Recognising surface temperature inversions, 2025). 

Grafički prikazi temperaturne inverzije često ističu kako se oblaci kapljica formiraju i 

ostaju u tankom sloju zraka, čime se vizualno objašnjava zašto sprječavanje prskanja 

u takvim uvjetima predstavlja jednu od ključnih mjera dobre poljoprivredne prakse, 

(slika 4).  

 

 

Slika 4. Temperaturna inverzija i njezin utjecaj na distribuciju pesticida (Izvor: 

AGRCULTURE VICTORIA - Recognising surface temperature inversions, 2025.) 

 

Slika 4 prikazuje kako se oblaci kapljica formiraju i ostaju u tankom sloju zraka tijekom 

temperaturne inverzije, što zorno objašnjava zašto je izbjegavanje prskanja u takvim 
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uvjetima ključna mjera dobre poljoprivredne prakse. Preporuke stručnih izvora jasno 

naglašavaju da se primjena pesticida ne smije provoditi za vrijeme temperaturne 

inverzije, osobito u kombinaciji s visokim temperaturama (npr. iznad 25 °C) i niskom 

relativnom vlagom, kada se stvaraju uvjeti za nepredvidive struje zraka i dugotrajno 

lebdenje sitnih kapljica (Pesticide Environmental Stewardship, 2025). U praksi je stoga 

važno pratiti dnevni hod temperature i stabilnost atmosfere, izbjegavati prskanje u 

kasnim večernjim i ranim jutarnjim satima kada se inverzije najčešće formiraju, te 

koristiti lokalne meteorološke informacije i vizualna opažanja (magla pri tlu, dim koji se 

zadržava u sloju) kao signale povećanog rizika (AGRICULTURE VICTORIA – 

Recognising surface temperature inversions, 2025). 

Za procjenu rizika od zanošenja škropiva i planiranje zaštite bilja sve se više koriste 

matematički modeli i računalni sustavi potpore odlučivanju koji u obzir uzimaju 

meteorološke parametre i karakteristike primjene. Desmarteau i sur., (2020) navode 

da se regulatorne agencije u SAD-u i EU oslanjaju na specijalizirane modele zanošenja 

kako bi procijenile taloženje škropiva na ne ciljane površine i povezane rizike za okoliš 

pri čemu se u modelima često koriste podaci o brzini vjetra, temperaturi i relativnoj 

vlažnosti. Ti modeli omogućuju simuliranje različitih scenarija primjene (npr. različite 

visine mlaznica, tipovi raspršivača, brzine vjetra) i procjenu vjerojatnog raspona 

zanošenja, što pomaže u definiranju zaštitnih pojaseva i drugih mjera smanjenja rizika. 

Tryhuba i sur., (2021) uvode koncept “prirodno dopuštenog vremenskog fonda” za 

provedbu zaštite bilja, pri čemu se uzima u obzir prisutnost oborina i rose, brzina vjetra, 

temperatura zraka i doba dana, a ovi se parametri kombiniraju u jednadžbama koje 

pomažu u određivanju vremenskih prozora pogodnih za prskanje. U praksi se sve 

češće koriste i mobilne aplikacije i automatizirani sustavi koji putem lokalnih 

meteoroloških stanica ili internetskih servisa u realnom vremenu procjenjuju uvjete za 

prskanje te korisniku daju preporuku treba li tretman odgoditi ili provesti (farmdec – 

Safer spraying with automatic weather assessment, 2025). Takvi sustavi predstavljaju 

važan alat u integriranoj zaštiti bilja jer pomažu u usklađivanju bioloških potreba 

suzbijanja štetnika s trenutnim i prognoziranim vremenskim uvjetima. 

Meteorološki čimbenici imaju presudnu ulogu u pojavi zanošenja škropiva. Brzina i 

smjer vjetra izravno utječu na prijevoz kapljica iznad i izvan tretirane površine, pri čemu 

se primjena pesticida preporučuje samo pri slabom i stabilnom vjetru. Preporučuje se 

prskanje provoditi pri umjerenim temperaturama, najčešće ispod približno 25 do 29 °C, 

uz relativno vlažan, ali nezasićen zrak, kako bi se smanjilo isparavanje kapljica i 
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istovremeno osigurala dobra retencija na biljnoj površini (Ontario – How weather 

conditions affect spray applications, 2025; Pesticide Environmental Stewardship, 

2025; Pearson, 2024; Tadić i sur., 2014). Kao povoljan raspon relativne vlažnosti često 

se navodi 40 do 50%, a domaći autori za gotovo idealne uvjete predlažu temperaturu 

manju od 22 °C, relativnu vlažnost veću od 50% i brzinu vjetra oko 3 m/s (Tadić i sur., 

2014). Što se tiče vjetra, trebalo bi  izbjegavati i vrlo slabi (“mirni”) i vrlo jaki vjetar, te 

se najčešće navode rasponi oko 1 do 4 m/s kao povoljni za većinu terenskih primjena, 

uz gornje granice oko 5 do 6 m/s ovisno o tipu opreme i veličini kapljica (Ontario – How 

weather conditions affect spray applications, 2025; Pesticide Spraying Guidelines, 

2025; GRDC – Practical tips to reduce spray drift, 2025; Wolf, 2021a). Dodatno se 

preporučuje pratiti Delta T pokazatelj pri čemu se prskanje treba ograničiti na razdoblja 

kada je Delta T u rasponu približno od 2 do 8, a izbjegavati vrijednosti iznad 10 jer one 

ukazuju na visok rizik od isparavanja kapljica (Pesticide Spraying Guidelines, 2025; 

farmdec – Safer spraying with automatic weather assessment, 2025). Ne manje važno, 

primjenu pesticida treba izbjegavati za vrijeme temperaturne inverzije te neposredno 

prije ili za vrijeme oborina, kako bi se smanjilo zanošenje, ispiranje i negativni utjecaji 

na okoliš (Pesticide Environmental Stewardship, 2025; AGRICULTURE VICTORIA – 

Recognising surface temperature inversions, 2025). Pearson (2024) se bavi 

razmatranjem primjene pesticida s aspekta vremenskih uvjeta i smatra da je najbolje 

prskati kada je vjetar iz fokusiranog smjera i  što ovisi i od visine biljaka koje se tretiraju, 

(Slika 5). Isti izvor smatra da bi temperatura zraka trebala biti <25 °C, a relativna 

vlažnost >40%. 

 

 

Slika 5. Utjecaj brzine vjetra i visine iznad krošnje usjeva (Pearson, 2024.) 
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Slika 5 prikazuje da struja zraka koja potječe iz fokusiranog smjera nije u skladu s 

visinom, a najbolja primjena je kod vjetra od 1,34 do 4,5 m/s. Tryhuba i sur., (2021) 

navode da u slučaju brzine vjetra veće od 4 m/s, kapljice će biti odnesene s polja, na 

temperaturi zraka manjoj od 25 °C, kapljice brzo isparavaju, ispiru se s biljaka i 

zagađuju tlo. Prema istom izvoru formiranje prirodno dopuštenog vremenskog fonda 

za provedbu zaštite bilja uzima u obzir nekoliko klimatskih čimbenika koji održavaju 

meteorološke uvjete određene regije pomoću jednadžbe: 

 

Pri čemu je: 

 O – prisutnost oborina 

 R – prisutnost rose 

 V – brzina vjetra 

 T – temperatura zraka 

 I – doba dana 

 

2. 9. Statistika 

 

TIBCO Statistica 13.3.0 je komercijalni program za naprednu statističku obradu 

podataka, vizualizaciju i prediktivno modeliranje, koji obuhvaća širok raspon klasičnih 

i naprednih statističkih metoda u grafičkom sučelju, bez potrebe za programiranjem. 

Program omogućuje uvoz podataka iz više izvora, njihovu pripremu i čišćenje, 

provođenje linearnih i nelinearnih modela te generiranje tabličnih i grafičkih izlaza, a 

može se povezivati i s R-om i Pythonom radi dodatne fleksibilnosti u analizi. (Tibco 

Statistica Overview, 2026). Rad Szwedziaka i sur., (2020) istražuje primjenu zračnih 

indukcijskih mlaznica na poljoprivrednim prskalicama pri nanošenju škropiva. Autori 

analiziraju utjecaj različitih parametara prskanja na kvalitetu aplikacije, a statistička 

obrada podataka provedena je pomoću programa TIBCO Statistica 13.3. Rezultati 

mogu pomoći u odabiru optimalnih postavki prskalica za učinkovitiju i precizniju 

primjenu škropiva. Rad Khana i sur., (2022) bavi se optimizacijom rada samohodne 

poljoprivredne prskalice kroz analizu različitih radnih parametara, poput visine prskanja 

i učinkovitosti pokrivenosti usjeva. Primjenom statističkog programa TIBCO Statistica 

13.3. autori određuju najbolje uvjete rada prskalice, što doprinosi smanjenju gubitaka 
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sredstva i povećanju učinkovitosti tretiranja. Python 3.1.0. je računalni programski 

paket koji sadrži prevoditelj (interpretator) programskog jezika Python i skup osnovnih 

alata za razvoj softvera. Furlanetto i sur., (2025) koriste programski kod u Pythonu za 

analizu videozapisa s traktorske prskalice u stvarnom vremenu. Umjetna inteligencija 

(YOLOv8x) detektirala je korov na polju, dok je prilagođeni računalni program (pisan u 

Pythonu s OpenCV-om) simulirao distribuciju i otvaranje pojedinačnih mlaznica na 

traktorskoj grani. Program je točno izračunao vrijeme aktivacije mlaznica u sekundama 

i izračunao potencijalnu uštedu škropiva (smanjenje volumena prskanja) u usporedbi 

s klasičnim prskanjem cijele površine. Bozon i sur., (2010) koriste programski paket 

Payton za pisanje ulaznih konfiguracija datoteka u postupku modeliranja atmosferske 

disperzije i prostorne kvantifikacije atmosferskog onečišćenja uzrokovano 

poljoprivrednim pesticidima. 

 

2. 10. UNM u mjerenju kvalitete postupka primjene pesticida 
 

UNM (umjetne neuronske mreže) predstavljaju jednu od najčešće primjenjivanih 

metoda umjetne inteligencije u području modeliranja složenih tehničkih i bioloških 

procesa. Temelje se na simulaciji načina rada bioloških neuronskih sustava te imaju 

sposobnost učenja iz eksperimentalnih podataka, prepoznavanja obrazaca i 

predviđanja rezultata za nove ulazne podatke. Njihova glavna prednost u odnosu na 

klasične statističke metode ogleda se u mogućnosti modeliranja izrazito nelinearnih 

sustava kod kojih nije moguće jednostavno definirati funkcionalnu povezanost između 

ulaznih i izlaznih varijabli. Razvoj računalnih tehnologija i povećanje dostupnosti 

eksperimentalnih podataka omogućili su značajno širenje primjene umjetnih 

neuronskih mreža u poljoprivredi. One se danas koriste za optimiziranje rada 

poljoprivrednih strojeva, klasifikaciju bolesti biljaka te modeliranje procesa primjene 

pesticida. Posebno značajnu primjenu ostvaruju u situacijama gdje postoji velik broj 

ulaznih parametara koji međusobno djeluju na složen i teško predvidiv način. 

Primjena UNM u tehnologiji primjene pesticida omogućuje detaljno modeliranje 

složenih, često nelinearnih procesa, kao što su raspršivanje mlaza, pokrivenost lisne 

površine i zanošenje kapljica, uz visoku razinu točnosti predviđanja. Cieniawska i sur., 

(2024) navode da se adekvatni neuronski modeli i evolucijski algoritmi mogu koristiti 

za optimizaciju učinkovitosti postupka primjene pesticida, pri čemu se postiže 

ravnomjernija raspodjela kapljica i smanjenje gubitaka škropiva. Tercan i sur., (2018) 
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istražuju procjenu dva različita pristupa planiranja proizvodnog procesa strojeva, soft-start i 

nasumična inicijalizacija, koji su temeljeni na UNM, a rezultati pokazuju bolje stope učenja i 

predviđanja koja su točnija uz korištenje manje eksperimentalnih podataka. Yang i sur., 

(2018) kombiniraju računalnu dinamiku fluida (CFD) i radijalnu baznu neuronsku mrežu 

kako bi analizirali utjecaj strujanja zraka u smjeru vjetra i veličine kapljica na kretanje 

skupina kapljica pri prskanju. Wen i sur., (2019) primjenjuju UNM za modeliranje 

varijabilnog sustava prskanja pomoću bespilotnih letjelica (UAV) za zaštitu bilja te 

navode da se na taj način može poboljšati kemijska učinkovitost pesticida uz istodobno 

smanjenje njihove potrošnje. UNM se koriste i za modeliranje procesa navodnjavanja 

prskalicama. Marey i sur. (2018) primjenjuju UNM za predviđanje zanošenja vjetrom i 

gubitaka isparavanjem u sustavu navodnjavanja prskalicama, dok Sayyadi i sur., 

(2012) pomoću UNM-a istražuju učinak vjetra na raspodjelu tekućine rasprskivača i 

potvrđuju točnost i robusnost ovih modela u stvarnim terenskim uvjetima. Azizpanah i 

sur. (2015) također koriste UNM za predviđanje zanošenja prskalica u različitim radnim 

uvjetima i naglašavaju da takvi modeli mogu smanjiti troškove i gubitak škropiva te 

onečišćenje okoliša u preciznoj poljoprivredi. UNM nalaze primjenu i u modeliranju 

složene dinamike kapljica. de Aguiar i sur., (2024) koriste LSTM (long short-term 

memory) mreže za predviđanje proračuna energije u dinamici kapljica pod utjecajem 

površinske napetosti, pri čemu zaključuju da modeliranje temeljeno na UNM 

predstavlja učinkovit pristup za istraživanje kompleksne dinamike fluida, uključujući 

protok kapljica. 

U usporedbi s tradicionalnim statističkim i regresijskim modelima, umjetne neuronske 

mreže pokazuju veću fleksibilnost u modeliranju nelinearnih odnosa i složenih procesa 

koji se javljaju u tehnologiji primjene pesticida. Henkes i sur., (2022) navode da UNM 

predstavljaju snažan alat za regresijske probleme u inženjerskim znanostima te 

predlažu okvir za regresiju utemeljen na UNM kao alternativu klasičnim metodama.  

Stangierski i sur., (2019) uspoređuju višestruku linearnu regresiju (MLR) i UNM te ističu 

da su se modeli temeljeni na UNM pokazali točnijima, s višim koeficijentom 

determinacije i nižim vrijednostima srednje kvadratne pogreške (RMSE). Slično tome, 

Papailiou i sur., (2022) obrađuju podatke koristeći MLR i UNM i navode da UNM daju 

preciznije rezultate, no da povećana točnost dolazi uz cijenu većeg računalnog 

vremena pa hitnost dobivanja rezultata može određivati izbor metode. Mattar i sur., 

(2022) uspoređuju UNM s više naprednih regresijskih i hibridnih metoda, uključujući 

adaptivni neuro-fuzzy sustav zaključivanja (ANFIS), multivarijantnu adaptivnu regresiju 
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(MARS), probabilističku linearnu regresiju (PLR) i potpornu vektorsku regresiju (SVR) 

pri predviđanju gubitaka isparavanjem i vjetrom tijekom prskanja. Rezultati njihovih 

istraživanja pokazuju da je najtočniji model predviđanja gubitaka bio upravo model 

temeljen na UNM, čime se dodatno potvrđuje prednost neuronskih mreža nad 

tradicionalnim pristupima. Subramanyam i Narayanan (2022) te Brandić i sur., (2022, 

2023) ističu da su UNM matematički alat sposoban za vrlo precizna predviđanja, 

procjenu i modeliranje, uz mogućnost obrade velikih količina podataka i otkrivanja 

nelinearnih odnosa i interakcija između varijabli koje tradicionalni modeli često ne 

mogu adekvatno opisati 

Duboko učenje i konvolucijske neuronske mreže (CNN) imaju sve važniju ulogu u 

poljoprivredi, osobito u području ciljane primjene agrokemikalija i praćenja kvalitete 

prskanja. Farooque i sur., (2023) primjenjuju CNN za detekciju ciljeva i varijabilnu 

primjenu agrokemikalija te ukazuju na značajno poboljšanje učinkovitosti prskanja i 

uštedu tekućine za prskanje pri promjenjivim brzinama. Gerhards i sur., (2022) opisuju 

sustave za suzbijanje korova (SSWM) koji koriste 3D kamere, multispektralno 

snimanje i umjetnu inteligenciju za klasifikaciju korova te računalne algoritme 

odlučivanja u kombinaciji s preciznim operacijama prskanja i okopavanja. Ovi sustavi 

doprinose ciljevima EU Green Deala smanjenjem upotrebe pesticida i povećanjem 

bioraznolikosti, iako su potrebna dodatna istraživanja za njihovu potpunu integraciju u 

praksu. U području detekcije i praćenja kapljica, Shengde i sur. (2025) koriste mrežu 

dubokog učenja YOLOv5s za otkrivanje i praćenje kapljica u stvarnom vremenu, 

naglašavajući potencijal ovakvog pristupa za praćenje kvalitete prskanja i preciznu 

kontrolu radnih parametara. Huynh i Nguyen (2023, 2024) razvijaju metodologije 

dubokog učenja za detekciju kapljica koje se kreću unutar vidnog polja kamere i za 

kvantitativnu procjenu izvedbe algoritama praćenja, pri čemu koriste metrike MOTA 

(Multiple Object Tracking Accuracy) i MOTP (Multiple Object Tracking Precision) i 

postižu veću točnost u odnosu na ranije modele 

Računalni vid i obrada slike postali su ključni alati za analizu kapljica i procjenu 

kakvoće prskanja u poljoprivredi. Za postizanje optimalne točnosti pri određivanju 

spektra veličine kapljica, njihove raspodjele i pokrivenosti površine, koriste se različiti 

računalni programi i algoritmi segmentacije slike. Qi i sur. (2022) provode 

klasifikacijska istraživanja tehnologija segmentacije slike, uključujući osnovne metode, 

algoritme za detekciju rubova i analizu povezanih područja te naglašavaju učinkovitost 

adaptivne i Otsu metode, osobito u prepoznavanju korova u preciznoj poljoprivredi. 
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Wang i sur. (2021) kombiniraju algoritam pojačanog učenja Sarsa s dubokim 

neuronskim mrežama i tehnologijom obrade slike kako bi razvili robusniji model 

intenziteta svjetlosti i omogućili brzu detekciju parametara taloženja kapljica na 

mobilnom terminalu. Yang i sur., (2022) razvijaju metodu prepoznavanja adhezivnih 

kapljica temeljenu na mreži dubokog učenja Deeplab V3+, pri čemu dizajniraju 

algoritam segmentacije konkavnog podudaranja točaka baziran na konvolucijskoj 

mreži za razdvajanje spojenih kapljica. U istraživanju Rogersa i sur., (2023) koristi se 

glava za binarnu klasifikaciju nakon prijenosnih mreža za učenje, čime se taloženje 

prskanja može identificirati na više od 90% površine ispod prijemnika, što omogućuje 

automatiziranu procjenu učinkovitosti preciznih prskalica. MobileNet SSD, nakon 

pojednostavljenja i optimizacije, koristi se kao temelj za prijenosni vizualni senzorski 

sustav za detekciju taloženja kapljica mlaza. He i sur., (2022) predlažu metodu strojnog 

učenja za kvantitativnu procjenu raspodjele veličine kapljica i određivanje optimalnih 

radnih parametara prskanja na temelju ciljne veličine kapljica te zaključuju da modeli 

temeljeni na učenju imaju velik potencijal za integraciju u varijabilne sustave prskanja.  

Sustavi umjetne inteligencije temeljeni na podacima igraju sve važniju ulogu u razvoju 

precizne poljoprivrede i sustava potpore odlučivanju. Xuemei i sur., (2021) ističu da je 

cilj precizne primjene pesticida postići potpunu pokrivenost i ujednačeno taloženje 

kapljica u krošnji te predlažu integraciju višestrukih senzora, analize velikih podataka, 

dubokog učenja i drugih tehnologija umjetne inteligencije za razvoj metode optimalnog 

transporta i taloženja kapljica. Gerhards i sur., (2022) naglašavaju da sustavi za 

suzbijanje korova koji koriste 3D senzore i algoritme umjetne inteligencije omogućuju 

prostorno varijabilnu primjenu herbicida i mehaničko suzbijanje korova pri čemu se 

smanjuje ukupna potrošnja pesticida i negativni učinci na okoliš. Brandić i sur. (2023) 

dodaju da modeli strojnog učenja, osobito neuronske mreže, zauzimaju sve značajnije 

mjesto u suvremenoj poljoprivredi upravo zbog sposobnosti modeliranja nelinearnih 

procesa i rada s velikim količinama heterogenih podataka. Takvi AI sustavi omogućuju 

razvoj naprednih sustava potpore odlučivanju koji poljoprivrednicima mogu preporučiti 

optimalne parametre prskanja, vrijeme tretmana, izbor mlaznica i doziranje, uzimajući 

u obzir vremenske uvjete, stadij rasta usjeva i rizik od zanošenja. Time se povećava 

sigurnost rada, poboljšava kvaliteta zaštite usjeva i doprinosi ekonomskoj i ekološkoj 

održivosti poljoprivredne proizvodnje.  

Budući razvoj umjetne inteligencije u tehnologiji aplikacije pesticida usmjeren je prema 

integraciji modela dubokog učenja, naprednih algoritama računalnog vida i senzorskih 
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mreža u realnom vremenu. Očekuje se da će se modeli temeljeni na UNM, CNN i 

drugim arhitekturama dubokog učenja sve više koristiti za adaptivno upravljanje 

prskalicama, automatsko podešavanje radnih parametara i praćenje kvalitete prskanja 

na razini pojedinačnog usjeva ili biljke. Istraživanja temeljena na YOLOv5s, Deeplab 

V3+ i prijenosnim CNN arhitekturama pokazuju da je moguće u stvarnom vremenu 

detektirati, pratiti i analizirati kapljice te evaluirati taloženje i prekrivanje, što otvara put 

ka potpuno autonomnim sustavima primjene pesticida. Daljnji napredak očekuje se i u 

razvoju metodologija za ugradnju modela strojnog učenja u rubne uređaje (edge 

computing), čime bi se omogućila obrada podataka izravno na poljoprivrednoj 

mehanizaciji, bez potrebe za stalnom vezom s udaljenim poslužiteljima. S obzirom na 

ciljeve smanjenja upotrebe pesticida i zaštite okoliša, budući razvoj AI tehnologija u 

ovom području vjerojatno će naglasak staviti na preciznu, ciljanu primjenu i 

kombiniranje kemijskih i ne kemijskih mjera zaštite bilja. U tom kontekstu, sustavi 

potpore odlučivanju obogaćeni modelima dubokog učenja i analiza velikih skupova 

podataka mogli bi postati središnji alat modernog upravljanja zaštitom bilja u skladu s 

načelima održive i pametne poljoprivrede. 
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3. MATERIJAL I METODE ISTRAŽIVANJA 

 

Istraživanje utjecaja tehničkih čimbenika na kakvoću prskanja i tretiranje neželjenih 

površina provedeno je na ravnoj površini (praktikum VUK). U istraživanju pokrivenosti 

ciljane površine, pokrivenosti ne ciljane površine, spektra veličine kapljica, brzine 

kretanja, kuta usmjerenja mlaznice, korištena je prskalica tvrtke „Agromehanika“ model 

AGS 600EN.  Utvrđivanje kakvoće rada temeljeno je na tri različita kuta mlaznica,  

-30°, 90° i +30° (slika 14) i tri različite brzine kretanja 6 do 7,9, km/h, 8 do 9,9 km/h i 

10 do 12 km/h.  

 

3.1. Uređaji i oprema 

 

U postupku zaštite bilja primjenjuju se uređaji i oprema koji imaju cilj da na 

jednostavan, a precizan naćin primjenjuju sredstva koja štite usijeve od štenih 

organizama. U istraživanju korištena je prskalica spremnika 600 L, radnog zahvata 12 

m, s armaturom od čeličnih profila prethodno je ispitana u ovlaštenoj stanici prema 

normi EN 137900 . Na slici 6 prikazana je prskalica „Agromehanika“ model AGS 600EN 

kojom je izvršen postupak prskanja VOP-a. 

 

 

Slika 6. Prskalica Agromehanika AGS 600EN 
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Prskalica se sastoji od svih sklopova i uređaja koji su potrebni za normalni postupak 

aplikacije škropiva kako bi dobili efikasnu zaštitu ratarskih kultura koje se uzgajaju na 

površinama Veleučilišta u Križevcima. Na armaturi prskalice nalazi se 25 mlaznica 

Lechler 110 04 ST s tehničkim karakteristikama koje su prikazane na slici 7. 

 

 

Slika 7. Shematski prikaz mlaznice Lechler 110 04 ST 

 

Na slici 7 prikazana je mlaznica korištena u radu s obzirom na dimenzije, karakteristike 

mlaza i veličinu kapljica s obzirom na tlak. 

 

3. 2. Vremenski uvjeti 

 

U postupku aplikacije, osim glavnih čimbenika, praćeni su i vremenski uvjeti, 

temperatura i relativna vlaga uređajem P470 klase točnosti ±0,5 °C / ± 2% r.H. 

(Švicarska, 2017)  i brzina strujanja zraka pomoću uređaja Kestrel 4000 klase točnosti 

±0,3% (Kestrel Instruments, USA, 2015). Radi veće točnosti, vremenski uvjeti praćeni 

su i pomoću meteorološke stanice tvrtke Davis Instruments model Vantage Vue klase 

točnosti ±0,5 °C / ± 1% r.H (USA, 2018).  Radni uvjeti izmjereni su u neposrednoj blizini 

i u trenutku izvođenja pokusa.. Na slici 8 prikazan je mjerni uređaj  Davis Instruments 

model Vantage Vue (USA, 2018) na mjestu mjerenja. 
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Slika 8. Prikaz mjernog uređaja Vantage Vue 

 

Na slici 9 prikazani su mjerni instrumenti kojima su utvrđeni radni uvjeti u trenutku 

tretiranja VOP-a. Instrumenti za mjerenje bili su postavljeni u neposrednoj blizini radne 

površine na visini 1,2 m. 

 

 

Slika 9. Prikaz mjernih instrumenata kojima je mjeren radni okoliš 

 

Na slici 10 shematski je prikazan položaj tretirane površine i točka mjerenja 

vremenskih uvjeta. 
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Slika 10. Shematski prikaz položaja tretirane površine 

 

Shematski  prikaz prikazuje položaj tretirane površine s obzirom na strane svijeta, 

točke mjerenja vremenskih uvjeta i objekata VUK. 

 

3.3. Eksperimentalni dizajn 

 

Postupak mjerenja obavljen je tako da su VOP-i bili postavljeni na ravnoj čvrstoj podlozi 

prema rasporedu kako je prikazano na slici 11. Za svako od 5 tretiranja korišteno je 80 

VOP-a što ukupno čini 3600 pojedinačnih.  
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Slika 11. Shematski prikaz postavljanja VOP-a  

 

Na slici 12 prikazana je traktorska prskalica „Agromehanika“ model AGS 600EN u 

postupku tretiranja površine na kojoj su postavljeni VOP-i prema rasporedu koji je 

prikazan na shematskom prikazu 11. Mlaznice su bile postavljene na visini 90 cm. 

 

 

Slika 12. Prikaz prskalice u postupku mjerenja 
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3. 4. Kinetički uvjeti 

 

U postupku zaštite bilja važan čibenik je radna brzina kako s aspekta radnog učinka 

tako i s zanošenjem škropiva. Kinetika prskalice, odnosno radna  brzina prskalice (BK), 

temeljena je na brzinama 6 do 7,9, 8 do 9,9 i 10 do 12 km/h za koje se pretpostavlja 

da su optimalne u eksploatacijskim (rad u polju) uvjetima. Za svaku brzinu obavljeno 

je 5 ponavljanja. Radna brzina utvrđena je pomoću poznate jednadžbe omjerom 

prevaljenog puta i vremena pri čemu je korištena jedinica za prevaljeni put (km), a 

jedinica za vrijeme (h). 

Udaljenost od 18 metara izmjerena je mjernim lancem, a vrijeme digitalnim zapornim 

satom Casio. Na slici 13 shematski je prikazan postupak mjerenja radne brzine 

prskalice i korišteni mjerni instrumenti. 

 

 

Slika 13. Shematski prikaz mjerenja radne brzine 

 

Utvrđivanje kakvoće rada temeljeno je na tri različita kuta mlaznica, 90° u odnosu na 

pravac kretanja (standardni položaj), +30° u odnosu na standardni položaj i -30° u 

odnosu na standardni položaj (KP). Postizanje kuta +30° i -30°, dobiveno je 

zakretanjem cijevi na kojoj su pričvršćene mlaznice. Mjerenje kuta obavljeno je 

prilagođenim i provjerenim kutomjerom. Na slici 14 shematski je prikazan položaj 

mlaznica s obzirom na određeni kut. 
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Slika 14. Shematski prikaz položaja mlaznica 

 

Postupak tretiranja obavljen je kod radnog tlaka 3 bara koji je postignut određenim 

položajem regulatora tlaka i kontrolom na manometru. Na slici 15 prikazan je 

regulacijski sklop i manometar na istraživanoj prskalici neposredno prije prskanja. 

 

 

Slika 15. Regulacijski sklop na istraživanoj prskalici 

  

3. 5. Evaluacija pokrivenosti tretirane površine i veličine kapljica 

        računalnim programom DepositScan 

 

Cilj svakog postupka prskanja je da što više škropiva završi na ciljanoj površini kako 

zbog ekonomičnosti tako i zbog negativnog utjecaja na okoliš. Zbog toga se prporuča 

da se u postupku evaluacije prskanja primjenjuju VOP-i kako bi postupak bio što 

učinkovitiji. Pokrivenost tretirane površine (TP) i evaluacija broja kapljica po jedinici 
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površine u istraživanju utvrđena je  pomoću VOP-a. U praksi se primjenjuju VOP-i 

različitih dimenzija dok su u ovom istraživanju korišteni 26 x 76 mm tvrtke Syngenta. 

Na slici 16 prikazani su VOP-i u originalnom pakiranju koji su korišteni u istraživanju.  

 

 

Slika 16. VOP-i 

 

Na slici 17 prikazano je nekoliko VOP-a na tretiranoj površini neposredno prije 

skeniranja. 

 

 

Slika 17. VOP-i nakon tretiranja 

 

Nakon tretiranja, VOP je trebalo osušiti, evidentirati i obraditi pomoću programa za 

analizu slike. Obrada analize slike odnosno utvrđivanja pokrivenosti tretirane površine 

VOP-a (%), veličine (mm) i broja kapljica obavljena je pomoću računalnog programa 

DepositScan koji je razvilo Ministarstvo poljoprivrede SAD (2012). Programom 

DepostScan obrađeni su VOP-i koji su prethodno skenirani pomoću skenera Canon 
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9000 F, rezolucije 9600 x 9600 dpi. Na slici 18 prikazan je postupak skeniranja VOP-

a. 

 

 

Slika 18. Skeniranje VOP-a 

 

S obzirom da se pri udaru u VOP, kapljica iz 3d pretvara u 2d potrebno je odrediti 

stvarni promjer kapljice što je obavljeno pomoću korekcijskih faktora (spread factor ili 

faktor razlijevanja). DepositScan je računalni program koji se koristi u poljoprivredi za 

analizu raspršivanja pesticida ili drugih tekućina po površini biljaka. Razvio ga je USDA 

Agricultural Research Service. Program služi za mjerenje kvalitete prskanja pomoću 

skeniranih kartica osjetljivih na vodu (“water sensitive paper”).  

DepositScan koristi dodatke (plugins) za program ImageJ koji je uvrježeno poznati alat 

za obradu slika. Program pretvara sliku u sivu skalu, pronalazi tamne točke (tragove 

kapljica), broji piksele svake kapljice i određuje promjer kapljice. U pozadini se zapravo 

radi analiza slike, odnosno segmentacija objekata, detekcija rubova i mjerenje 

površine.  

DepositScan zatim računa postotak pokrivene površine i srednji promjer kapljica. 

Obrađeni podaci  pomažu agronomima optimizirati tlak prskanja, vrstu mlaznice, brzinu 

prskalice i količinu škropiva. Na slici 19 shematski je prikazan algoritam programa 

DepositScan.  

 

https://www.ars.usda.gov/?utm_source=chatgpt.com
https://www.ars.usda.gov/?utm_source=chatgpt.com
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Slika 19. Shematski prikaza algoritma programa DepositScan 

 

Shematski prikaz prikazuje postupak digitalne obrade slike, analizu piksela od ulaza 

slike do izlaza i dobivanja potrebnih segmentiranih podatataka. Na slici 20 prikazani 

su prozori programa DepositScan nakon skeniranja VOP-a.  

 

 

Slika 20. Prikaz rada softwarea DepositScan 

 

Na slici je prikazan skenirani VOP pretvoren u sivu sliku, alatna traka programa i 

izmjereni podaci. 
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Rezultati dobiveni programom DepositScan, uneseni su u Exel. Za svaku brzinu 

kretanja agregata bilo je 5 ponavljanja što je rezultiralo, ukupno 15 tablica s 

vrijednostima o pokrivenosti (PTP) i srednje vrijednosti kapljica (𝑥̄). Na slici 21 prikazan 

je primjer tablice za jedan od uzoraka. 

 

 

Slika 21. Prikaz jednog uzorka s vrijednostima nakon obrade programom 

DepositScan 

 

Na slici 22 shematski je prikazan postupak od tretiranja VOP-a do obrade dobivenih 

podataka i procjene parametara između RMSE i UNM. 
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Slika 22. Shematski prikaz postupka obrade VOP-a 

 

Nakon aplikacije škropiva na VOP, uzorci su digitalizirani skeniranjem te analizirani 

odgovarajućom programskom podrškom radi određivanja parametara pokrivenosti 

tretirane površine i promjera kapljica. Dobiveni podaci korišteni su za razvoj modela 

linearne regresije i umjetnih neuronskih mreža (UNM), nakon čega je provedena 

usporedba njihovih predikcijskih sposobnosti primjenom pokazatelja RMSE. Na 

temelju dobivenih rezultata izvedeni su zaključci o prikladnosti primijenjenih modela za 

predikciju parametara kvalitete prskanja. 

 

3. 6. Statistička obrada podataka 

 

Pokus je postavljen tako da su kinetički uvjeti bili glavni čimbenik koji je utjecao na 

kakvoću rada, odnosno na pokrivenost VOP-a i srednju veličinu kapljica. Vrijednosti 

pokrivenosti VOP-a i srednje vrijednosti kapljica na ciljanoj i ne ciljanoj površini 

obrađene su pomoću modela linearne regresije i modela UNM te je usporedbom 

napravljena procjena. 

 

3. 6. 1. Statistička analiza ANOVA 

 

Statistička analiza provedena je putem statističkog programa TIBCO Statistica 13.3.0. 

Obrađeni podaci prikazani su kao srednje vrijednosti i standardne devijacije. Uz 

navedeno provedena je analiza varijance (ANOVA) kao i Tukey post hoc HSD test radi 



56 

 

utvrđivanja razlika između promatranih varijabli. Univarijantnom analizom utvrđen je 

utjecaj parametara istraživanja (brzine kretanja tretirane površine i kuta prskanja) kao 

i njihovih interakcija na promjene PTP (%) i promjera kapljica. Prokazana je i analiza 

performansi modela kako bi se utvrdila pogodnost modela u okviru učenja, testiranja i 

validacije. U svrhu procjene  pogreške modela u procjeni proveden je statistički test 

„Godness of fit“ gdje su izračunati slijedeći parametri: Hi kvadrat test (X2), korijen iz 

prosječne kvadratne pogreške (RMSE), prosječne pogreške pristranosti (MBE), 

prosječne postotne pogreške (MPE) i koeficijent determinacije (R2). Uz navedeno 

provedene je i rezidualna analiza modela. Posljednji korak u optimizaciji modela 

obuhvaćen je primjenom Yoon-ove jednadžbe osjetljivosti u svrhu optimizacije modela 

temeljenog na UNM čime je utvrđena relativna važnost ulaznih varijabli na PTP i 

promjer kapljica.  

 

Linearni model zadan je jednadžbom: 

 

Yijk = m + Ai + Bj + ABij + eijk 
 
pri čemu je: 
 
Yijk = izmjereno svojstvo 

 m = ukupna srednja vrijednost svojstva  

Ai  = radna brzina (i = 1, 2, 3)  

Bj  = radni kut (j = 1, 2, 3)  

eijk = neprotumačeni utjecaj 

 

 

3. 6. 2. Modeliranje umjetne neuronske mreže u modeliranju kinetičkih 

            parametara 

 

U ovom istraživanju za modeliranje utjecaja kinetičkih parametara prskanja na 

pokrivenost tretirane površine (PTP) i promjer kapljica razvijen je regresijski model 

UNM temeljen na višeslojnom perceptronu (MLP). 

Model je razvijen u programskom paketu TIBCO Statistica 13.3.0, a optimalna 

arhitektura definirana je kao MLP 8-10-2, pri čemu model sadrži osam ulaznih neurona, 

deset neurona u skrivenom sloju i dva izlazna neurona. Kao ulazne varijable korištene 
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su kategorijske vrijednosti brzine kretanja (6 do 7,9 km/h, 8 do 9,9 km/h i 10 do 12 

km/h), tretirane površine (ciljana i neciljana površina) te kuta prskanja (-30°, 30° i 90°). 

Kategorijske varijable kodirane su u binarnom obliku, čime je formirano ukupno osam 

ulaznih neurona modela. Izlazne kontinuirane varijable modela bile su PTP (%) i 

promjer kapljica (mm). Arhitektura modela MLP 8-10-2 shematski je prikazana na slici 

23. 

 

 

Slika 23. Shematski prikaz arhitekture modela MLP 8-10-2 

 

Ukupno je korišteno 10 800 podatkovnih točaka dobivenih tijekom eksperimentalnog 

istraživanja. Prije treniranja modela provedena je normalizacija podataka primjenom 

Min-Max metode radi ujednačavanja raspona vrijednosti i stabilizacije procesa 

optimizacije. Skup podataka podijeljen je na skup za učenje (70 %), testiranje (15 %) i 

validaciju modela (15 %). 

Tijekom procesa učenja ulazni podaci prenosili su se prema skrivenom sloju preko 

težinskih koeficijenata (w), pri čemu je svaki neuron skrivenog sloja provodio sumiranje 

ponderiranih ulaznih vrijednosti uz dodatak bias parametra (b). Dobivene vrijednosti 

zatim su prolazile kroz aktivacijsku funkciju te se preko novih težinskih koeficijenata 

prenosile prema izlaznom sloju koji je generirao konačne predikcije PTP-a i promjera 

kapljica. 

Proces treniranja proveden je kroz 100 000 iteracija uz primjenu Broyden–Fletcher–

Goldfarb–Shanno (BFGS) algoritma optimizacije i funkcije pogreške definirane kao 

suma kvadrata odstupanja (SOS). U skrivenom sloju korištena je eksponencijalna 
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aktivacijska funkcija, dok je u izlaznom sloju primijenjena funkcija identiteta. Budući da 

BFGS koristi kvazi-Newtonov pristup optimizaciji, proces treniranja nije bio temeljen 

na klasičnoj epoch-based proceduri učenja, zbog čega learning loss po epohama nije 

prikazan. 

Uspješnost razvijenog modela procijenjena je primjenom koeficijenta determinacije 

(R²), korijena srednje kvadratne pogreške (RMSE), srednje pogreške pristranosti 

(MBE), srednje postotne pogreške (MPE), hi-kvadrat testa (χ²), sume kvadrata 

odstupanja (SSE) te rezidualne analize modela. Stabilnost i sposobnost generalizacije 

modela procijenjene su usporedbom performansi između skupova učenja, testiranja i 

validacije, pri čemu su analizirana i potencijalna odstupanja te pojava prenaučenosti 

(overfitting). 

Dodatno je provedena analiza osjetljivosti modela primjenom Yoonove metode radi 

određivanja relativne važnosti pojedinih ulaznih varijabli na izlazne parametre modela. 

Metoda se temelji na analizi težinskih koeficijenata između ulaznog, skrivenog i 

izlaznog sloja mreže te omogućuje procjenu relativnog doprinosa pojedinih parametara 

procesa prskanja u predikciji PTP-a i promjera kapljica. 
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4. REZULTATI ISTRAŽIVANJA 

 

4. 1. Vremenski uvjeti 

 

Mjerenja temperature, vlage zraka i brzine strujanja zraka pri tretiranju VOP-a, 

obavljeni su u neposrednoj blizini površine tretiranja, a rezultati su prikazani u 

tablicama 1 - 3.  

Obavljanje postupka tretiranja VOP-a prilagođeno je vrijednostima radnog okoliša koji 

su slični vrijednostima rada u eksploatacijskim uvjetima. Nakon što su probna mjerenja 

pokazala vrijednosti sličnim eksploatacijskim, izvršen je postupak tretiranja VOP-a.      

Rezultati mjerenja temperature zraka, vlage zrake i brzine strujanja zraka za tretiranje 

VOP-a pri brzini 6 do 7,9 km/h prikazani su u tablici 1. 

 

Tablica 1. Rezultati mjerenja radnog okoliša za brzinu tretiranja 6 do 7,9 km/h 

uzorak 
radni okoliš 

temperatura 
(℃) 

vlaga zraka 
(%) 

strujanje 
zraka 
(m/s) 

    

1. 19,5 68 1,8 

2. 19,5 69 1,7 

3. 20 66 1,8 

4. 20 66 1,6 

5. 20,5 65 1,7 

𝑥̄ 19,9 66,8 1,72 

 

Na slici 24 prikazana je ruža vjetrova za brzinu tretiranja 6 do 7,9 km/h. 

 

 

Slika 24. Ruža vjetrova za brzinu tretiranja 6 do 7,9 km/h 
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Rezultati mjerenja temperature zraka, vlage zrake i brzine strujanja zraka za tretiranje 

VOP-a pri brzini 8 do 9,9 km/h prikazani su u tablici 2. 

 

Tablica 2. Rezultati mjerenja radnog okoliša za brzinu 8 do 9,9 km/h 

uzorak 
radni okoliš 

temperatura 
(℃) 

vlaga zraka 
(%) 

strujanje 
zraka 
(m/s) 

    

1. 18 66 1,5 

2. 18,5 64 1,5 

3. 18,5 65 1,7 

4. 19 64 1,8 

5. 19 63 1,9 

𝑥̄ 18,6 64,4 1,68 

 

Na slici 25 prikazana je ruža vjetrova za brzinu tretiranja 8 do 9,9 km/h. 

 

 

Slika 25. Ruža vjetrova za brzinu tretiranja 8 do 9,9 km/h 

 

Rezultati mjerenja temperature zraka, vlage zrake i brzine strujanja zraka za tretiranje 

VOP-a pri brzini 10 do 12 km/h prikazani su u tablici 3. 
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Tablica 3. Rezultati mjerenja radnog okoliša za brzinu tretiranja 10 do 12 km/h 

uzorak 
radni okoliš 

temperatura 
(℃) 

vlaga zraka 
(%) 

strujanje 
zraka 
(m/s) 

 

   

1. 18,5 62 1,8 

2. 18,5 60 2,2 

3. 18,5 58 2,2 

4. 19 59 2,3 

5. 19 58 2,2 

𝑥̄ 18,7 59,4 2,14 

 

 

Na slici 26 prikazana je ruža vjetrova za brzinu tretiranja 10 do 12 km/h. 

 

 

Slika 26. Ruža vjetrova za brzinu 10 do 12 km/h 

 

Na slikama 24, 25 i 26 prikazan je smjer i intenzitet vjetra za sve 3 brzine kretanja i sva 

3 kuta mlaznica. Iz rezultata je vidljivo da smjer vjetra kao i njegov intenzitet nisu 

značajno utjecali na PTP ciljane i neciljane površine kao i na promjer kapljica. 

 

4. 2. Pokrivenost tretirane površine i promjer kapljica 

 

Nakon skeniranih VOP-a i obrađenih u softveru DepositScan, dobivene su vrijednosti 

evaluacije kapljica, pokrivenost tretirane površine (PTP za ciljanu i neciljanu površinu) 

i promjer kapljica (𝑥̄) za 3 različite brzine kretanja agregata i tri različita kuta mlaznica. 

U tablici 4. prikazani su rezultati vrijednosti PTP i promjera kapljica za brzinu 6 do 7,9 

km/h i vrijednosti kuta mlaznica -300, 900 i +300 za ciljanu i neciljanu površinu. 
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Vrijednosti u tablicama 4 do 6, su prosječne vrijednosti PTP i prosječnih vrijednosti 

promjera kapljica (𝑥̄) dobivene od 80 VOP-a. 

 

Tablica 4. Rezultati vrijednosti PTP i promjera kapljica za brzinu tretiranja od 6 do 7,9 

km/h 

 Ciljana površina 

 kut prskanja 
- 30° 

kut prskanja 
90° 

kut prskanja 
+ 30° 

PTP 
( %) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 

       

1. 34,61 0,700 37,28 0,283 44,35 0,459 

2. 34,53 0,712 37,34 0,296 45,50 0,391 

3. 34,67 0,723 37,88 0,299 45,29 0,396 

4. 34,57 0,717 37,79 0,294 45,24 0,393 

5. 34,81 0,704 37,95 0,287 45,36 0,389 
       

𝑥̄ 34,64 0,711 37,65 0,292 45,15 0,406 

 

 

 Neciljana površina 

 kut prskanja 
- 30° 

kut prskanja 
90° 

kut prskanja 
+ 30° 

 PTP 
( %) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 
       

1. 3,42 0,137 3,25 0,153 1,46 0,114 

2. 4,16 0,147 3,30 0,156 1,43 0,131 

3. 4,17 0,148 3,33 0,156 1,44 0,133 

4. 4,15 0,147 3,30 0,154 1,40 0,133 

5. 4,14 0,146 3,26 0,153 1,38 0,145 
       

𝑥̄ 4,01 0,145 3,29 0,154 1,42 0,131 

 

Na slici 27 prikazani su neki od primjera VOP-a nakon tretiranja pri brzini 6 do 7,9 km/h 

i za kut mlaznica – 30°, 90° i + 30° i to na ciljanoj i neciljanoj površini.  
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Slika 27. Prikaz tretiranih VOP-a pri brzini tretiranja od 6 do 7,9 km/h i zadanim 

kutovima mlaznica 

 

Tablica 5. Rezultati vrijednosti PTP i promjera kapljica za brzinu tretiranja od 8 do 9,9 

km/h 

 Ciljana površina 

 kut prskanja 
- 30° 

kut prskanja 
90° 

kut prskanja 
+ 30° 

PTP 
( %) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 

       

1. 29,34 0,266 31,85 0,315 34,19 0,196 

2. 29,22 0,268 31,78 0,318 34,12 0,197 

3. 29,31 0,266 31,87 0,315 34,24 0,196 

4. 29,43 0,269 31,95 0,313 34,38 0,195 

5. 29,38 0,270 31,89 0,311 34,48 0,195 
       

𝑥̄ 29,29 0,267 31,83 0,316 34,18 0,196 

 

 

 Neciljana površina 

 kut prskanja 
- 30° 

kut prskanja 
90° 

kut prskanja 
+ 30° 

 PTP 
( %) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 
       

1. 12,69 0,134 3,20 0,294 2,51 0,298 

2. 12,71 0,134 3,25 0,296 2,46 0,297 

3. 12,72 0,134 3,21 0,294 2,50 0,298 

4. 12,83 0,135 3,23 0,295 2,50 0,296 

5. 12,95 0,136 3,23 0,294 2,49 0,311 
       

𝑥̄ 12,71 0,134 3,22 0,295 2,49 0,298 

 

U tablici 5. prikazane su rezultati vrijednosti PTP i promjera kapljica za brzinu 8 do 9,9 

km/h i vrijednosti kuta mlaznica -30°, 90° i +30° za ciljanu neciljanu površinu. 
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Vrijednosti u tablici su prosječne vrijednosti PTP i prosječnih vrijednosti promjera 

kapljica (𝑥̄) dobivene od 80 VOP-a. 

 

Na slici 28 prikazani su neki od primjera VOP.a nakon tretiranja pri brzini 8 do 9,9 km/h 

i za kut mlaznica -30°, 90° i +30° i to na ciljanoj i neciljanoj površini. 

 

 

Slika 28. Prikaz tretiranih VOP-a pri brzini tretiranja od 8 do 9,9 km/h i zadanim 

kutovima mlaznica 

 

U tablici 6. prikazane su rezultati vrijednosti PTP i promjera kapljica za brzinu 10 do 12 

km/h i vrijednosti kuta mlaznica -30°, 90° i +30° za ciljanu i neciljanu površinu. 

Vrijednosti u tablici su prosječne vrijednosti PTP i prosječnih vrijednosti promjera 

kapljica (𝑥̄) dobivene od 80 VOP-a. 
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Tablica 6. Rezultati vrijednosti PLP i promjera kapljica za brzinu tretiranja od 10 do 12 

km/h 

 Ciljana površina 

 kut prskanja 
- 30° 

kut prskanja 
90° 

kut prskanja 
+ 30° 

PTP 
( %) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 

       

1. 21,49 0,261 31,43 0,365 37,82 0,287 

2. 21,54 0,268 31,30 0,369 38,17 0,280 

3. 21,54 0,268 31,30 0,369 38,17 0,280 

4. 22,15 0,253 31,74 0,360 38,42 0,272 

5. 21,78 0,245 31,88 0,351 38,82 0,264 
       

𝑥̄ 21,52 0,266 31,34 0,368 38,05 0,282 

  

 Neciljana površina 

 kut prskanja 
- 30° 

kut prskanja 
90° 

kut prskanja 
+ 30° 

 PTP 
( %) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 

PTP 
( % ) 

promjer 
kapljica - x  

(mm) 
       

1. 12,69 0,134 8,55 0,159 5,81 0,262 

2. 13,09 0,141 8,95 0,161 5,50 0,251 

3. 13,09 0,141 8,95 0,161 5,50 0,251 

4. 13,57 0,150 9,51 0,164 5,30 0,249 

5. 13,92 0,156 9,85 0,166 5,04 0,239 
       

𝑥̄ 12,96 0,139 8,52 0,160 5,60 0,255 

 

 

Na slici 29 prikazani su neki od primjera VOP.a nakon tretiranja pri brzini 10 do 12 

km/h i za kut mlaznica –30°, 90° i +30° i to na ciljanoj i neciljanoj površini. 

 

 

Slika 29. Prikaz tretiranih VOP-a pri brzini tretiranja 10 do 12 km/h i zadanim kutovima 

mlaznica 
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Na slikama 27, 28 i 29 prikazani su neki od VOP-a koji su tretirani pri 3 različite 

brzine iz kojih je uočljiva različita pokrivenost kao i različiti promjer kapljica 

 

4. 3. Statistička analiza podataka – deskriptivna statistika 

 

Nakon provedenih mjerenja, dobiveni podaci su statistički obrađeni u programskom 

paketu Python 3.1.0. te su prikazani kao srednje vrijednosti i standardne devijacije. 

Razlike između grupa kod ispitivanih varijabli utvrđene su analizom varijance (ANOVA 

test), a proveden je i Tukeyev post-hoc test kako bi se utvrdile razlike između grupa. 

 

Analizirani podaci uključuju varijable: 

- brzina kretanja: 6 do 7,9, 8 do 9,9, 10 do 12 km/h 

- tretirana površina: CP (ciljana), NCP (neciljana) 

- kut prskanja: -30°, 90°, +30° 

- PTP (%): postotak pokrivenosti tretirane površine 

promjer kapljica (mm) 

 

Osnovni deskriptivni statistički pokazatelji za sve varijable uključene u modeliranje 

pokrivenosti tretirane površine (PTP) i promjera kapljica prikazani su u tablici 7. Podaci 

obuhvaćaju mjerene vrijednosti brzine kretanja od 6 do 7,9, od 8 do 9,9 i od 10 do 12 

km/h), površinskih parametara (CP i NCP) te kuteva mlaznica (-30°, 90° i +30°), uz 

pripadajuće vrijednosti PTP-a (%) i promjera kapljica (mm). 
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Tablica 7. Rezultati statističke analize istraživanih parametara (sred.vr. ± st.dev.) 

oznaka 
tretmana 

brzina kretanja 
(km/h) 

tretirana 
površina 

kut 
prskanja (°) 

PTP (%) 
promjer 

kapljica (mm) 

1 

6 – 7,9 

1 

-30 34,64±0,95l 0,71±0,09m 

2 +30 45,15±1,5o 0,41±0,09l 

3   90 37,65±4,68m 0,29±0,07i 

4 

0 

-30 4,01±0,69d 0,15±0,03bc 

5 +30 1,42±0,6a 0,13±0,06a 

6   90 3,29±0,61c 0,15±0,02cd 

7 

8 – 9,9 

1 

-30 29,33±1,5j 0,27±0,03gh 

8 +30 34,28±1,87l 0,2±0,06e 

9   90 31,87±1,63k 0,31±0,02j 

10 

0 

-30 12,78±1,89g 0,13±0,02ab 

11 +30 2,49±0,36a 0,3±0,09i 

12   90 3,22±0,49c 0,29±0,03i 

13 

10 – 12 

1 

-30 21,7±1,81i 0,26±0,04fg 

14 +30 38,28±1,62n 0,28±0,03h 

15   90 31,53±2,5k 0,36±0,04k 

16 

0 

-30 13,27±2,43h 0,14±0,04bc 

17 +30 5,43±1,02e 0,25±0,05f 

18   90 9,16±1,97f 0,16±0,11d 

Minimalna vrijednost 1,42 0,13 

Maksimalna vrijednost 45,15 0,71 

Prosječna vrijednost 19,97±15,25 0,27 

Srednje vrijednosti označene različitim slovima značajno se razlikuju na razini vjerojatnosti 
p<0,05. Tretirana površina: 1 – ciljana površina; 0 – neciljana površina; Različita slova u stupcu 
označavaju statistički značajne razlike prema Tukeyevom post hoc HSD testu (p<0,05).  
 

Deskriptivna statistika pokazuje izraženu varijabilnost u vrijednostima PTP-a i promjera 

kapljica, što potvrđuje da su radni uvjeti (brzina, kut, površina) ključni čimbenici u 

efikasnosti prskanja. Statistička značajnost prema Tukeyevom HSD testu dodatno 

potvrđuje razlike među tretmanima.  

Raspon PTP-a kreće se od minimalnih 1,42 % do maksimalnih 45,15 %, s prosjekom 

od 19,97 % i standardnom devijacijom 15,25, što ukazuje na visoku varijabilnost 

između tretmana i potvrđuje da promjena operativnih parametara značajno utječe na 

efikasnost pokrivanja površine. Površinski parametar NCP (neciljana površina) 

pokazuje veće oscilacije od parametra CP (ciljana površina), što sugerira da gubici 

sredstva izvan ciljane površine snažno variraju ovisno o brzini i kutu prskanja. Brzine 

kretanja pokazuju visoku raspršenost vrijednosti unutar tri razreda pri čemu su najniže 

brzine povezane s najvećim vrijednostima PTP-a, što je u skladu s hipotezom da niža 

brzina i određeni kut (+30°) povećavaju pokrivenost ciljane površine. Kutovi mlaznica 
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imaju najmanju internu varijabilnost, ali kombinacija kuta +30° s nižom brzinom 

sustavno rezultira višim vrijednostima PTP-a, što je temelj za kasniju potvrdu prve 

hipoteze. 

Rezultati univarijantne analize (ANOVA) koja ocjenjuje značajnost utjecaja pojedinih 

parametara i njihovih interakcija na PTP (%) i promjer kapljica prikazani su u tablici 8.  

 

Tablica 8. Univarijantna analiza promatranih parametara istraživanja i njihovih 

interakcija na promjenu izlaznih varijabli u istraživanju 

Parametar df 

PTP (%) Promjer kapljica 

Suma 

kvadrata 

F 

vrijednost 

p 

vrijednost 

Suma 

kvadrata 

F 

vrijednost 

p 

vrijednost 

BK 2 7447,48 1087 <0,0001 8,7 1330 <0,0001 

TP 1 2072564,29 605111 <0,0001 62,39 19087,8 <0,0001 

KP 2 7865,9 1148 <0,0001 0,59 89,9 <0,0001 

BK×TP 2 107185,67 15647 <0,0001 45,14 6904,2 <0,0001 

BK×KP 4 22004,23 1606 <0,0001 36,67 2804,8 <0,0001 

TP×KP 2 139908,39 20424 <0,0001 20,5 3136 <0,0001 

BK×TP×KP 4 16290,17 1189 <0,0001 21,25 1625,3 <0,0001 

BK – Brzina kretanja; TP – Tretirana površina; KP – Kut prskanja 

 

Svi glavni faktori (BK, TP i KP) pojedinačno značajno utječu na PTP i promjer kapljica, 

potvrđujući da promjene u brzini, ciljanoj i neciljanoj površine i kutu mlaznica dovode 

do mjerljivih promjena. 

Interakcije među faktorima (BK×TP, BK×KP, TP×KP, BK×TP×KP) također su 

značajne, što znači da kombinirani učinci dvaju ili više parametara dodatno utječu na 

rezultate.  

Rezultati ANOVA testova pokazuju da svi glavni faktori (brzina, površina, kut) statistički 

značajno utječu (p<0,01) na obje izlazne varijable. 

Značajne su i interakcije između faktora, što je ključno za razumijevanje da 

pojedinačne varijable ne djeluju izolirano, već njihova kombinacija stvara dodatne 

efekte. Ova informacija je osobito važna za dizajn UNM modela jer opravdava 

uključivanje složenih nelinearnih veza među ulaznim podacima. 
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4. 4.  Umjetne neuronske mreže u modeliranju kinetičkih parametara 

 

Performanse razvijenog modela UNM konfiguracije MLP 8-10-2 za predikciju 

pokrivenosti tretirane površine i promjera kapljica prikazane su u tablici 9. Prikazani su 

koeficijenti determinacije (R²) za faze učenja, testiranja i validacije te pripadajuće 

pogreške modela izražene kroz zbroj kvadrata (SOS). 

 

Tablica 9. Sažetak performansi razvijenog modela umjetnih neuronskih mreža za 

izlazne vrijednosti PTP i promjer kapljica 

 

Naziv modela MLP 8-10-2 

Performanse (R2) 

Učenje 0,99 

Testiranje 0,98 

Validacija 0,98 

Pogreška modela 

Učenje 1,65 

Testiranje 1,99 

Validacija 1,74 

Algoritam učenja BFGS 139 

Funkcija 

Pogreška SOS 

Skriveni sloj Eksponencijalna 

Izlazni sloj 
Funkcija 
identiteta 

MLP – Višeslojni perceptron; R2 – Koeficijent determinacija; BFGS - Broyden–Fletcher–
Goldfarb–Shanno algoritam; SOS – Zbroj kvadrata 

 

Razvijeni model umjetne neuronske mreže MLP 8-10-2 pokazuje iznimno visoku 

razinu prilagodbe podacima, što potvrđuju koeficijenti determinacije (R²) od 0,99 za 

skup učenja te 0,98 za skupove testiranja i validacije, čime se objašnjava gotovo 

cjelokupna varijabilnost izlaznih varijabli. Niske i međusobno ujednačene vrijednosti 

pogreške modela (1,65 za učenje, 1,99 za testiranje i 1,74 za validaciju) dodatno 

potvrđuju stabilnost i robusnost razvijenog modela. Minimalna razlika između 

performansi na različitim skupovima podataka ukazuje na odsutnost značajnog 

pretreniranja i dobru sposobnost generalizacije modela. Primjena BFGS algoritma 

optimizacije u kombinaciji s funkcijom pogreške definirane kao suma kvadrata (SOS) 

omogućila je učinkovitu konvergenciju modela prema optimalnom rješenju. Odabir 

eksponencijalne aktivacijske funkcije u skrivenom sloju te identitetske funkcije u 

izlaznom sloju pokazao se prikladnim za modeliranje nelinearnih odnosa između 

ulaznih i kontinuiranih izlaznih varijabli. 
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Primijenjeni algoritam optimizacije BFGS 139 te izbor eksponencijalne funkcije u 

skrivenom sloju i funkcije identiteta u izlaznom sloju pokazali su se optimalnima za 

obradu nelinearnih odnosa među varijablama u ovom istraživanju. 

Ovakva konfiguracija sugerira dobar balans između točnosti i sposobnosti 

generalizacije, bez indikacija preučenosti (overfitting). 

U tablici 10. prikazani su težinski koeficijenti i pragovi prolaznosti razvijenog UNM 

modela strukture MLP 8-10-2. Tablica uključuje: Kategorijske varijable ulaza: brzina 

kretanja (6–7,9 km/h, 8–9,9 km/h, 10–12 km/h), tretirana površina (CP – ciljna, NCP – 

neciljana) i kut prskanja (-30°, 90° i +30°). Težinske koeficijente između ulaznog i 

skrivenog sloja (deset skrivenih neurona označenih od 1 do 10). Svaki neuron ima 

pridružene vrijednosti težina za sve ulazne varijable. Pragove pristranosti (bias) za 

skriveni sloj (B1) i izlazni sloj (B2). Težinske koeficijente izlaznog sloja (w) prema 

dvama izlazima modela: PTP (%) i promjer kapljica. 

Ova tablica služi kao osnovni podatkovni skup za dodatne analize, uključujući izračun 

relativne važnosti varijabli prema Yoonovoj metodi osjetljivosti. 

 

Tablica 10. Težinski koeficijenti i pragovi prolaznosti razvijenog UNM modela strukture 

8-10-2 

Kategorijska 
varijabla 

Brzina kretanja 
(km/h) 

Tretirana 
površina 

Kut 
prskanja 

Prag 
pristranosti 

ulaznog 
sloja  
(B1) 

Težinski  
koeficijent 

(w) 

Značajka 6-8 8-10 10-12 CP NCP -30° 30° 90° PTP 
Promjer 
kapljica 

U
m

je
tn

i 
n

e
u

ro
n
i 
u

 s
k
ri
v
e
n

o
m

 s
lo

ju
 1 0,586 0,741 -1,943 0,591 -1,268 -0,413 -0,042 -0,119 -0,597 0,142 -0,314 

2 -0,614 0,045 0,502 -0,043 0,015 -0,513 0,669 -0,093 0,053 -0,302 0,054 

3 -0,151 -0,158 0,698 0,194 0,212 -0,279 0,333 0,311 0,411 -0,018 -0,013 

4 -0,509 0,535 -0,321 0,288 -0,624 -0,023 -0,136 -0,102 -0,334 -0,135 0,082 

5 -0,588 0,424 -0,159 0,422 -0,675 0,235 0,139 -0,607 -0,316 -0,550 -0,387 

6 0,118 0,231 -0,696 0,625 -0,875 -0,032 0,011 -0,327 -0,345 0,822 0,780 

7 -0,062 -0,823 0,957 0,391 -0,179 -0,682 0,578 0,077 0,132 0,155 -0,026 

8 0,357 0,223 -0,432 0,004 -0,015 -0,050 0,156 -0,156 0,076 -0,168 0,100 

9 -0,254 0,345 -0,205 0,073 -0,128 0,082 0,289 -0,523 -0,158 0,747 0,042 

10 0,764 0,304 -1,438 0,013 -0,424 -0,046 0,092 -0,413 -0,429 -0,531 -0,280 

Prag pristranosti izlaznog sloja (B2) 0,255 0,032 

CP – Ciljana površina; NCP – Neciljana površina 

 

Uočljivo je da pojedini neuroni imaju izraženije pozitivne ili negativne težinske 

koeficijente, što upućuje na različit intenzitet utjecaja pojedinih kategorija brzine 

kretanja, tretirane površine i kuta prskanja na izlazne parametre modela. Najveće 
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apsolutne vrijednosti težinskih koeficijenata zabilježene su kod kategorije brzine 

kretanja 10–12 km/h i varijable tretirane površine, što ukazuje na njihov značajan 

doprinos formiranju izlaznih vrijednosti modela. Dobiveni težinski koeficijenti 

predstavljaju osnovu za provedbu Yoonove analize osjetljivosti kojom je određena 

relativna važnost pojedinih ulaznih varijabli u predikciji PTP-a i promjera kapljica 

 

Tablice 11. i 12. prikazuju statističke sažetke performansi kreiranog UNM modela za 

predikciju dvaju izlaznih parametara – PTP (%) i promjera kapljica (mm) – u fazama 

učenja, testiranja i validacije. 

 

Tablica 11. Statistički sažetak kreiranog UNM modela za izlaznu vrijednost PTP (%) 

Parametar Učenje Testiranje Validacija 
Nedostajući 

podaci 

Minimalna predikcija 1,405 1,405 1,405 – 

Maksimalna predikcija 45,105 45,105 45,105 – 

Minimalni rezidual -12,388 -23,602 -12,388 – 

Maksimalni rezidual 8,719 7,499 8,169 – 

Minimalni standardizirani rezidual -9,657 -16,710 -9,392 – 

Maksimalni standardizirani rezidual 6,796 5,309 6,193 – 

 

Jednake minimalne (1,405 %) i maksimalne predikcije (45,105 %) u svim skupovima 

podataka ukazuju na stabilnost modela i dosljednost predviđenog raspona vrijednosti. 

Minimalni i maksimalni reziduali kretali su se od -23,602 do 8,719, pri čemu su najveća 

odstupanja zabilježena u testnom skupu podataka, dok su vrijednosti u skupovima 

učenja i validacije bile vrlo slične. Standardizirani reziduali uglavnom su koncentrirani 

unutar prihvatljivog raspona, a usporedive vrijednosti između skupova učenja, 

testiranja i validacije potvrđuju dobru sposobnost generalizacije modela. Dobiveni 

rezultati ukazuju da razvijeni UNM model uspješno opisuje promjene PTP-a te 

omogućuje pouzdanu procjenu pokrivenosti tretirane površine u različitim 

eksperimentalnim uvjetima. 
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Tablica 12. Statistički sažetak kreiranog UNM modela za izlaznu vrijednost promjera 

kapljica (mm) 

Parametar Trening Testiranje Validacija 
Nedostajući 

podaci 

Minimalna predikcija 0,133 0,133 0,133 – 

Maksimalna predikcija 0,708 0,708 0,708 – 

Minimalni rezidual -0,265 -0,400 -0,261 – 

Maksimalni rezidual 1,959 0,551 1,009 – 

Minimalni standardizirani rezidual -0,207 -0,283 -0,198 – 

Maksimalni standardizirani rezidual 1,527 0,390 0,765 – 

 

Jednake minimalne (0,133 mm) i maksimalne predikcije (0,708 mm) u svim skupovima 

podataka potvrđuju stabilnost modela i konzistentnost procijenjenog raspona 

vrijednosti promjera kapljica. Reziduali su vrlo niski te se kreću od -0,400 do 1,959 

mm, pri čemu su najveća odstupanja zabilježena u fazi učenja, dok su u skupovima 

testiranja i validacije odstupanja bila dodatno smanjena. Niske vrijednosti 

standardiziranih reziduala, koje se kreću između -0,283 i 1,527, upućuju na dobru 

prilagodbu modela eksperimentalnim podacima i odsutnost značajnijih sustavnih 

pogrešaka. Dobiveni rezultati potvrđuju da razvijeni UNM model uspješno opisuje 

promjene promjera kapljica te omogućuje pouzdanu predikciju ovog parametra u 

različitim uvjetima prskanja 

Rezultati statističkih testova procjene prilagodbe (goodness of fit) razvijenog UNM 

modela za izlazne vrijednosti PTP (%) i promjera kapljica prikazani su u tablici 13. 

Uključeni su različiti pokazatelji pogreške modeliranja (x2, RMSE, MBE, MPE, SSE) te 

specifični regresijski pokazatelji (R²) i analiza reziduala (skewness, kurtosis, srednja 

vrijednost, standardna devijacija i varijanca). 
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Tablica 13. Statistički test ocjene „Goodness of fit“ razvijenog UNM modela za izlazne 
vrijednosti PTP i promjer kapljica 
 

 
Metrika 

PTP (%) Promjer kapljica 

 UNM Linearna UNM Linearna 

 Chi2 3,42 219,71 0,00 0,02 

Pogreška 
modeliranja 

RMSE 1,85 14,82 0,06 0,13 

 MBE 0,00 0,00 0,00 0,00 

 MPE 13,00 290,80 12,40 46,03 

 SSE 36953,27 2373097,68 35,26 184,54 

Specifični 
pokazatelj 
regresije 

r2 0,98 0,02 0,85 0,20 

 Skew -0,58 0,03 8,23 0,84 

 Kurt 7,49 -1,60 195,37 7,55 

Rezidualna 
analiza 

Mean 0,00 0,00 0,00 0,00 

 StDev 1,85 14,82 0,06 0,13 

 Var 3,42 219,73 0,00 0,02 

 

Za promjer kapljica, R² iznosi 0,847, što ukazuje na nižu, ali i dalje zadovoljavajuću 

razinu objašnjene varijance u odnosu na PTP. RMSE je 0,057, što je vrlo niska 

prosječna pogreška s obzirom na skalu mjerenja promjera kapljica. MBE je 0,000, a 

MPE 1,23, što također ukazuje na odsutnost značajne pristranosti. x2 (0,003) i SSE 

(35,262) su iznimno niske vrijednosti, što upućuje na dobro slaganje modela s 

eksperimentalnim podacima. Međutim, rezidualna analiza otkriva visoku pozitivnu 

asimetriju (skewness = 8,229) i izrazito visoku kurtosis (195,372), što ukazuje na 

izraženije repove distribucije i prisutnost potencijalnih outliera.  

Usporedba stvarnih i prediktivnih vrijednosti PTP-a za skupove podataka učenja, 

testiranja i validacije UNM modela prikazana je u grafikonu 3. Točke su raspoređene 

uz dijagonalu, što ukazuje na dobro slaganje modela s eksperimentalnim podacima u 

svim fazama modeliranja. 
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Grafikon 3. Grafikon raspršenja stvarnih vrijednosti u odnosu na izlazne vrijednosti 

dobivene modelom za varijablu PTP 

 

Temeljem prikaza grafikona 3. nije uočena sustavna podcijenjenost niti precijenjenost 

modela, dok su odstupanja prisutna samo kod manjeg broja pojedinačnih opažanja. 

Većina opažanja raspoređena je u blizini linije idealnog slaganja, što potvrđuje 

sposobnost razvijenog UNM modela da uspješno opisuje promjene PTP-a u 

promatranom rasponu vrijednosti od 1,405 % do 45,105 %. Dobivene vrijednosti 

koeficijenta determinacije (R² = 0,99 za učenje te R² = 0,98 za testiranje i validaciju) 

ukazuju da model objašnjava gotovo cjelokupnu varijabilnost promatrane izlazne 

varijable. Niske vrijednosti pogreške modela (SOS = 1,65 za učenje, 1,99 za testiranje 

i 1,74 za validaciju) dodatno potvrđuju visoku točnost predikcije. Iako su na grafikonu 

vidljiva pojedinačna odstupanja od linije idealnog slaganja, najveći dio podataka 

grupiran je uz dijagonalu, što ukazuje na dobro slaganje eksperimentalnih i predviđenih 

vrijednosti. Minimalni i maksimalni reziduali kretali su se od -23,602 do 8,719, dok su 

standardizirani reziduali bili u rasponu od -16,710 do 6,796. Unatoč prisutnosti manjeg 

broja odstupanja, ujednačen raspored podataka u skupovima učenja, testiranja i 

validacije potvrđuje visoku sposobnost generalizacije modela i njegovu primjenjivost 

za procjenu pokrivenosti tretirane površine u različitim uvjetima prskanja. 
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Usporedba stvarnih i prediktivnih vrijednosti promjera kapljica za skupove podataka 

učenja, testiranja i validacije UNM modela prikazana je u grafikonu 4. Točke su 

raspoređene uz dijagonalu, što ukazuje na dobro slaganje modela s eksperimentalnim 

podacima u svim fazama modeliranja. 

 

 

Grafikon 4. Grafikon raspršenja stvarnih vrijednosti u odnosu na izlazne vrijednosti 

dobivene modelom za varijablu promjer kapljica 

 

Temeljem prikaza grafikona 4. većina opažanja raspoređena je u blizini linije idealnog 

slaganja, što potvrđuje sposobnost razvijenog UNM modela da uspješno opisuje 

promjene promjera kapljica u promatranom rasponu vrijednosti od 0,133 do 0,708 mm. 

Dobivena vrijednost koeficijenta determinacije (R²=0,847) ukazuje da model 

objašnjava približno 85 % varijabilnosti promjera kapljica, dok niska vrijednost RMSE 

(0,057 mm) potvrđuje malu prosječnu pogrešku predikcije. Iako je na grafikonu vidljiva 

nešto veća raspršenost podataka u odnosu na model za PTP te nekoliko izraženijih 

odstupanja kod većih promjera kapljica, minimalni i maksimalni reziduali ostali su 

unutar raspona od -0,400 do 1,959 mm. Nadalje, standardizirani reziduali kretali su se 

između -0,283 i 1,527, što ukazuje na odsutnost značajnijih sustavnih pogrešaka 

modela. Sličan raspored podataka u skupovima učenja, testiranja i validacije potvrđuje 
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zadovoljavajuću sposobnost generalizacije modela i njegovu primjenjivost za procjenu 

promjera kapljica u različitim uvjetima prskanja. 

 

Distribucija reziduala između stvarnih i prediktivnih vrijednosti PTP-a dobivenih UNM 

modelom prikazana je u grafikonu 5. 

 

 

Grafikon 5. Distribucija rezidualne analize stvarnih podataka u odnosu na izlazne 

vrijednosti varijable PTP 

 

Većina reziduala koncentrirana je oko nulte vrijednosti pri čemu se najveći broj 

opažanja nalazi unutar približno ±5 jedinica odstupanja, što potvrđuje dobru prilagodbu 

modela eksperimentalnim podacima. Srednja vrijednost reziduala iznosila je 0,00, dok 

je standardna devijacija iznosila 1,85, što ukazuje na odsutnost sustavne pogreške 

modela i relativno malu varijabilnost odstupanja. Na grafikonu 5. vidljiv je manji broj 

ekstremnih reziduala, pri čemu su minimalna i maksimalna odstupanja iznosila -23,602 

i 8,719, što je u skladu s prethodno prikazanim statističkim pokazateljima modela. 

Unatoč prisutnosti nekoliko izoliranih odstupanja, većina reziduala ravnomjerno je 

raspoređena oko nulte vrijednosti, što potvrđuje stabilnost modela i njegovu 

sposobnost pouzdane procjene pokrivenosti tretirane površine u različitim uvjetima 

prskanja. Ova raspodjela potvrđuje stabilnost modela uz prisutnost nekoliko outliera. 
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Grafikon 6. Distribucija rezidualne analize stvarnih podataka u odnosu na izlazne 

vrijednosti varijable promjera kapljice 

 

Većina reziduala koncentrirana je oko nulte vrijednosti pri čemu se najveći broj 

opažanja nalazi unutar vrlo uskog raspona odstupanja, što potvrđuje dobru prilagodbu 

modela eksperimentalnim podacima. Srednja vrijednost reziduala iznosila je 0,00, dok 

je standardna devijacija iznosila svega 0,06 mm, što ukazuje na odsutnost sustavne 

pogreške modela i malu varijabilnost odstupanja između stvarnih i predviđenih 

vrijednosti. Na grafikonu 6. je vidljiv manji broj pozitivnih odstupanja, što je u skladu s 

minimalnim i maksimalnim rezidualima koji su iznosili -0,400 i 1,959 mm. Iako je većina 

reziduala raspoređena u neposrednoj blizini nulte vrijednosti, prisutnost nekoliko 

izoliranih odstupanja potvrđuje rezultate rezidualne analize, odnosno povišene 

vrijednosti asimetrije (skewness = 8,23) i kurtosis (195,37), koje upućuju na postojanje 

manjeg broja ekstremnih opažanja. Unatoč tome, ukupna raspodjela reziduala 

potvrđuje zadovoljavajuću stabilnost modela i njegovu sposobnost pouzdane procjene 

promjera kapljica u različitim uvjetima prskanja. 

Visoka kurtosis i skewness kod promjera kapljica upućuju na potencijalne outliere, što 

se također vidi u distribucijama reziduala (grafikoni 5. i 6.). Unatoč tome, ukupna 

preciznost modela ostaje visoka. 

Distribucija reziduala za promjer kapljica, izračunatih kao razlika između stvarnih i 

prediktivnih vrijednosti UNM modela prikazana je u grafikonu 7. Većina reziduala 

koncentrirana je blizu nule, što ukazuje na dobru preciznost modela, dok su odstupanja 

minimalna i pojavljuju se samo u nekoliko točaka izvan glavnog raspona. 
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Grafikon 7. Relativna važnost ulaznih varijabli kreiranog modela na izlazne vrijednosti 

PTP (%) i promjer kapljica (mm) 

 

Grafikon 7. prikazuje relativnu važnost ulaznih varijabli u predikciji PTP-a (%) i 

promjera kapljica prema Yoonovoj metodi osjetljivosti. Najveći doprinos na oba izlazna 

parametra ima brzina 10 do12 km/h (27,41 % za PTP i 22,32 % za promjer kapljica), 

dok su kutovi prskanja (-30° i +30°) najmanje značajni s udjelima ispod 7 %. Tretirana 

površina (ciljana i neciljana) također pokazuje izražen utjecaj, osobito neciljana 

površina koja sudjeluje s 18,36 % za PTP i 16,77 % za promjer kapljica, što ukazuje 

da razlike u površini znatno moduliraju ponašanje modela. 

Ova analiza osigurava uvid u važnost varijabli pri optimizaciji sustava – što je korisno 

kod podešavanja parametara prskanja u praksi. 
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5. RASPRAVA 

 

Primjena pesticida prskanjem jedan je od najčešće korištenih postupaka u zaštiti bilja, 

ali istodobno predstavlja i jedan od glavnih izvora potencijalnog onečišćenja okoliša. 

Zbog toga je nužno detaljno razumjeti čimbenike koji utječu na ponašanje kapljica 

nakon raspršivanja mlaza, njihovo taloženje na ciljanu površinu i gubitke izvan 

tretiranog područja. Rezultati ovog rada doprinose tom razumijevanju pružajući 

kvantitativne podatke dobivene u kontroliranim, ali realnim radnim uvjetima. 

Aplikacija pesticida raspršivanjem predstavlja složen fizikalni i tehnološki proces u 

kojemu učinkovitost tretmana ovisi o međudjelovanju velikog broja parametara, 

uključujući karakteristike kapljica, konstrukciju raspršivača, radne parametre primjene 

i svojstva ciljne površine. Pregled literature kao i rezultati u istraživanom radu pokazuju 

da je razumijevanje dinamike kapljica, njihovog taloženja i raspodjele na ciljnoj površini 

ključno za optimizaciju zaštite bilja i smanjenje negativnih utjecaja na okoliš. 

  

5. 1. Vremenski uvjeti 

 

Za primjenu pesticida vrlo su važni vremenski uvjeti jer utječu na učinkovitost sredstva 

i mogućnost zanošenja.  

Rezultati mjerenja radnog okoliša (temperature zraka, relativne vlažnosti i brzine 

strujanja zraka) ukazuju da su eksperimentalni uvjeti uz mala odstupanja bili usklađeni 

s preporučenim vrijednostima za sigurnu i učinkovitu primjenu pesticida.  

Mjerenja su provedena pri brzinama vjetra od 1,68 m/s do 2,14 m/s, temperaturi zraka 

18,6 °C do 19,9 °C te relativnoj vlažnosti zraka između 59,4 % i 66,8 %. Uspoređujući 

ove vrijednosti s preporukama iz literature, vidljivo je da su uvjeti bili gotovo idealni za 

aplikaciju pesticida. Prema Pearsonu (2024) optimalno prskanje odvija se pri nižim 

temperaturama (<25 °C) i relativnoj vlažnosti iznad 40%, dok bi brzina vjetra trebala 

biti u rasponu od 0,56 do 4,17 m/s. Rezultati mjerenja vjetra (prosjek oko 1,8 m/s) 

padaju točno u preporučeni interval za dnevno prskanje 1,1 do 1,4 m/s, čime se 

minimizira rizik od nekontroliranog zanošenja uzrokovanog turbulencijama, ali se i 

osigurava dovoljno kretanje zraka za miješanje unutar krošnje, ako bi ona postojala.  
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Također, parametar Delta T, koji se navodi kao ključan indikator brzine isparavanja 

kapljica, u ovim je uvjetima bio u optimalnim granicama. Prema Pesticide Spraying 

Guidelines (2025), Delta T treba biti između 2 i 8. S obzirom na izmjerene temperature 

i vlagu, rizik od brzog isparavanja kapljica manjih od 150 µm bio je sveden na minimum. 

Ovo je iznimno važno za interpretaciju rezultata promjera kapljica, jer potvrđuje da su 

izmjereni promjeri na VOP-u rezultat primarnog raspršivanja mlaza i transporta, a ne 

sekundarnog smanjenja volumena uslijed evaporacije tijekom leta kapljice. Stabilnost 

meteoroloških uvjeta (brzina vjetra, temperatura i vlaga zraka) tijekom sve tri faze 

brzine kretanja (Tablice 1, 2 i 3) omogućuje da se uočene razlike u pokrivenosti i 

promjeru kapljica odnose isključivo uz promjene u radnim parametrima stroja, a ne 

vanjskim klimatskim perturbacijama (nagle i neočekivane promjene u klimatskim 

sustavima). 

 

5. 1. 1. Brzina strujanja zraka 

 

Prejak vjetar odnosi kapljice pesticida izvan ciljane površine (zanošenje), što smanjuje 

učinkovitost i može negativno utjecati na okolne usjeve ili okoliš. Brzina strujanja zraka 

kao i smjer, u istraživanju nisu značajno odstupali bez obzira na kinetičke parametre 

(brzina kretanja i kut mlaznica) iz čega se može zaključiti da nisu imali značajan utjecaj 

na ciljane varijable (PTP (%) i promjer kapljica (mm)).  

Vrijednosti mjerenja bile su u rasponu 1,68 do 2,14 m/s odnosno manje od 3 m/s što 

je prema Tadiću i sur. (2014) idealna brzina za prskanje. Izvor Ontario - How weather 

conditions affect spray applications (2025), navodi da treba prskati dok je brzina vjetra 

između 0,56 do 4,17 m/s, a u tom rasponu se nalaze dobivene vrijednosti što također 

ukazuje na optimalan trenutak za obavljanje tretiranja. Optimalni rezultati prskanja i 

siguran okoliš mogu se postići pri brzini vjetra od 1,1 do 1,39 m/s što je nešto niže od 

prosjeka dobivenog u istraživanju. Ako se brzina vjetra smanji na 2,24 m/s, zanošenje 

se smanjuje na 1,72% (Desmarteau i sur., 2020.) što u usporedbi s istraživanim 

rezultatima ukazuje da vjetar nije utjecao na istraživane varijable. Idealna brzina vjetra 

za prskanje je između 0,83 i 4,17 m/s (Zhang i sur., 2024) što je nešto veći raspon 

vrijednosti u odnosu na citiranu literaturu i dobivene vrijednosti koje se nalaze u tom 

rasponu. Prema izvoru Pesticide Environmental Stewardship (2025), brzina vjetra 

trebala bi biti od 1,34 do 3,6 m/s što je vrlo blizu dobivenim vrijednostima. GRDC -  
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Practical tips to reduce spray drift (2025) preporučuje da je za dnevno prskanje 

optimalna brzina vjetra od 1,1 do 1,4 m/s, odnosno od 1,1 do 1,39 m/s (farmdeck - 

Safer spraying with automatic weather assessment, 2025), što je nešto niže u odnosu 

na dobivene vrijednosti i citiranu literaturu. Brzina vjetra ispod 1 m/s ima zanemariv 

utjecaj na DPV (drift potential value) (Gil i sur., 2015) što je ispod dobivenih vrijednosti, 

a prema dostupnoj literaturi vrlo teško postići u eksploatacijskim uvjetima. Brzine vjetra 

preko 4 m/s značajno utječu zanošenje kapljica (Tryhuba i sur., 2021) što je iznad 

istraživanih vrijednosti.  

Dobivene vrijednosti mjerenja brzine strujanja zraka u usporedbi su s citiranom 

literaturom u intervalu koji nije značajno utjecao na istraživane varijable, PTP i promjer 

kapljica.  

Brzina vjetra u većini mjerenja bila je u rasponu od približno od 1,5 do 2,5 m/s, što se 

prema brojnim autorima (Wolf (2021a), Tadić i sur., (2014) smatra optimalnim za 

smanjenje zanošenja i povećanje preciznosti nanošenja. Odnos veličine kapljica i 

brzine vjetra na pojavu zanošenja, jasno potvrđuje prema rezultatima da s porastom 

brzine vjetra raste i potencijal zanošenja, osobito kod finijih kapljica. Rezultati ovog 

istraživanja pružaju teorijsku podlogu za interpretaciju eksperimentalnih rezultata. 

 

5. 1. 2. Temperatura zraka 

 

Visoke temperature ubrzavaju isparavanje pesticida i mogu smanjiti učinkovitost ili 

izazvati stres kod biljaka. Najbolje je prskati ujutro ili predvečer, kad su temperature 

umjerene.  

Tadić i sur. (2014) preporučuju temperaturu zraka <22 °C, što je vrlo blizu izmjerenim 

vrijednostima. Temperatura zraka <24 °C može smanjiti zanošenje 1,84%. S obzirom 

da su vrijednosti temperature zraka u intervalu preporučenom u navedenoj literaturi, 

može se smatrati da temperatura zraka nije utjecala na istraživane varijable, PTP (%) 

i promjer kapljica (mm). Temperatura zraka u trenutku prskanja treba biti <25 °C 

(Pearson, 2024; Tryhuba i sur., 2021) što je nešto više iznad maksimalne dobivene 

vrijednosti (19,9 °C) kod tretiranja pri brzini 6 do 7,9 km/h. 
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Rezultati ovog istraživanja pokazuju da se temperatura zraka tijekom ispitivanja kretala 

unutar raspona koji prema literaturi omogućuje stabilno taloženje kapljica bez 

izraženog isparavanja. 

 

5. 1. 3. Vlaga zraka 

 

Kapljice brže isparavaju kod niske vlage i učinkovitost pesticida je slabija, kod veće 

vlage zraka, sredstvo se zadržava dulje i apsorpcija sredstva je bolja.  

Ako se relativna vlažnost poveća na 78%, zanošenje se smanjuje na 1,58% 

(Desmarteau i sur., 2020.) što je nešto više u odnosu na dobivene vrijednosti, ali ne 

značajno. Prema Ontario - How weather conditions affect spray applications, (2025), 

prskati treba kad je relativna vlažnost manja od 40% što je nešto manje u odnosu na 

dobivene vrijednosti. Prema Pesticide Environmental Stewardship (2025), vlažnost 

treba biti ispod 20%, što je vrlo niska vrijednost u odnosu na istraženu literaturu. Prema 

Pearsonu (2024) relativna vlažnost treba biti >40%, a idealna vlažnost bila bi >50% 

(Tadić i sur., 2014). 

 Izmjerene vrijednosti relativne vlage zraka u trenutku tretiranja, su vrlo blizu 

vrijednostima iz navedene literature. S obzirom da je relativna vlažnost zraka bila 

dovoljno visoka 60 do 67% to je omogućilo da gubici finih kapljica isparavanjem budu 

minimalni. Usporedba dobivenih vrijednosti mjerenja brzine strujanja zraka, 

temperature zraka i relativne vlažnosti zraka i vrijednosti iz citirane literature ukazuje 

da one nisu utjecale na istraživane varijable, PTP i promjera kapljica što je i bilo za 

očekivati. 

Vrijednosti Delta T tijekom eksperimentalnih ispitivanja kretale su se unutar 

preporučenog raspona od 2 do 8, što ukazuje na povoljne atmosferske uvjete i 

odsutnost temperaturne inverzije. Time je potvrđeno da su dobiveni rezultati 

pokrivenosti tretirane površine (PTP) i promjera kapljica u najvećoj mjeri posljedica 

ispitivanih tehničkih parametara, a ne meteoroloških čimbenika. Navedeni uvjeti 

ujedno odgovaraju preporučenim uvjetima za primjenu pesticida samokretnim i 

traktorskim prskalicama, koje karakteriziraju slab vjetar, umjerena temperatura zraka i 

odgovarajuća relativna vlažnost. 
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5. 2. Utjecaj brzine kretanja i kuta mlaznica na pokrivenost ciljane površine 

        i promjer kapljica za ciljanu površinu 

 

Veličina kapljica ima važnu ulogu u postupku prskanja kako zbog što bolje pokrivenosti 

ciljane površine, zadržavanja sredstva na ciljanoj površini i zanošenja. Idealno 

prskanje bilo bi kad bi 100% pesticida ravnomjerno raspoređeno završilo na ciljanoj 

površini što u eksploatacijskim uvjetima nije moguće. Rezultati istraživanja jasno 

pokazuju da brzina kretanja stroja i kut postavljanja mlaznica imaju značajan utjecaj 

na učinkovitost tretiranja površine. 

Analiza rezultata jasno ukazuje na trend smanjenja pokrivenosti ciljane površine (PTP) 

s povećanjem brzine kretanja agregata. Pri najnižoj brzini od 6 do 7,9 km/h, prosječna 

pokrivenost za sve kutove imala je visoke vrijednosti, s maksimumom od 45,15 % pri 

kutu od +30°. Povećanjem brzine na 8 do 9,9 km/h, maksimalna pokrivenost pada na 

34,18 % , dok pri najvećoj brzini (10 do 12 km/h) ona dodatno opada, iako se pri kutu 

od +30° zadržava na relativno visokih 38,05 %. 

Dobiveni rezultati u suglasju su s istraživanjima (Van de Zande i sur., 2005) koja 

navode da veća brzina kretanja smanjuje volumen raspršivanja po jedinici površine te 

mijenja aerodinamički otpor kapljica. Naime, pri većim brzinama, kapljice su izložene 

jačem relativnom strujanju zraka (vjetar uzrokovan vožnjom), što može dovesti do 

promjene njihove putanje i smanjenja taloženja na ciljanu površinu. Carroll (2017) 

ističe da se pogreške u aplikaciji često javljaju upravo zbog varijacija u brzini, što 

rezultati istraživanja potvrđuju kroz povećanu standardnu devijaciju PTP-a pri različitim 

brzinama.  

Posebno je zanimljivo promatrati promjenu promjera kapljica. Rezultati pokazuju 

varijabilnost u promjeru ovisno o brzini. Smanjenje promjera kapljica pri većim 

brzinama može se objasniti silama turbulencije zraka koje djeluju na mlaz tekućine pri 

izlasku iz mlaznice, ali i činjenicom da manje kapljice, koje su podložnije zanošenju, 

pri većim brzinama teže pogađaju ciljanu horizontalnu površinu VOP-a ako nisu 

adekvatno usmjerene. Autori Xue i sur., (2022) i Chen i sur., (2024) navode da sila 

otpora naglo raste kako se promjer kapljice smanjuje, posebno za one manje od 150 

µm, što znači da pri većim brzinama kretanja sitnije kapljice bivaju "odnesene" s cilja, 

što se u prikazanim rezultatima očituje kroz promjene u izmjerenom srednjem promjeru 
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na ciljanoj površini. Također, Van de Zande i sur. (2004) navode da se zanošenje 

povećava s brzinom kretanja.  

Rezultati istraživanja s ne ciljanih površina (NCP) to potvrđuju, gdje je vidljivo da pri 

određenim konfiguracijama (npr. brzina 8-9,9 km/h, kut -30°) dolazi do značajnog 

postotka pokrivenosti ne ciljane površine (12,71 %), što predstavlja ekološki i 

ekonomski gubitak. 

Dobiveni rezultati potvrđuju da brzina kretanja predstavlja jedan od ključnih čimbenika 

koji određuju raspodjelu kapljica između ciljane i neciljane površine. Povećanjem 

brzine mijenja se dinamika taloženja kapljica, što se očituje kroz promjene pokrivenosti 

tretirane površine, promjera kapljica i povećanje depozicije na neciljanim površinama. 

Usporedba s rezultatima prethodnih istraživanja pokazuje da su uočeni trendovi u 

skladu s dosadašnjim spoznajama o utjecaju brzine na zanošenje škropiva, pri čemu 

ovo istraživanje dodatno potvrđuje da se pravilnim odabirom radnih parametara može 

postići povoljniji odnos između učinkovitosti aplikacije i smanjenja gubitaka sredstva. 

Dobiveni rezultati stoga predstavljaju korisnu osnovu za optimizaciju tehnike prskanja 

u cilju povećanja učinkovitosti zaštite bilja i smanjenja negativnog utjecaja na okoliš. 

 

5. 2. 1. Utjecaj brzine kretanja na pokrivenost ciljane površine i promjer kapljica na 

            ciljanu površinu 

 

Deskriptivna statistika pokazala je da se pokrivenost tretirane površine (PTP) 

razlikovala ovisno o brzini kretanja, kutu prskanja i tretiranoj površini. Najveća 

prosječna pokrivenost ciljane površine (45,15 %) ostvarena je pri najnižoj brzini 

kretanja (6–7,9 km/h) i kutu prskanja +30°, dok su povećanjem brzine zabilježene niže 

vrijednosti PTP-a. Na neciljanoj površini PTP je bio značajno niži (1,42–13,27 %), ali 

je pokazivao izraženiju varijabilnost između istraživanih tretmana. Promjer kapljica 

također se mijenjao ovisno o istraživanim čimbenicima, pri čemu su najveće vrijednosti 

utvrđene pri nižim brzinama kretanja, dok je povećanjem brzine uočen trend smanjenja 

promjera kapljica. Analiza varijance potvrdila je statistički značajan utjecaj brzine 

kretanja, tretirane površine i kuta prskanja te njihovih međusobnih interakcija na 

pokrivenost tretirane površine i promjer kapljica (p < 0,0001). Dobiveni rezultati 
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predstavljaju osnovu za njihovu usporedbu s rezultatima prethodnih istraživanja i 

raspravu o utjecaju pojedinih tehničkih parametara na kvalitetu aplikacije škropiva. 

 

5. 2. 2. Utjecaj kuta mlaznica na pokrivenost ciljane površine i promjer kapljica za 

            ciljanu površinu 

 

Rezultati vlastitog istraživanja pokazali su da kut mlaznice statistički značajno utječe 

na pokrivenost tretirane površine (PTP) i promjer kapljica, što je potvrđeno analizom 

varijance (p < 0,0001). Pri svim istraživanim brzinama najveća pokrivenost ciljane 

površine ostvarena je pri kutu +30°, pri čemu je najveća vrijednost PTP-a (45,15 %) 

zabilježena pri brzini 6–7,9 km/h. Nasuprot tome, kut −30° u pravilu je ostvarivao 

najmanju pokrivenost ciljane površine, iako su pri pojedinim tretmanima zabilježeni 

veći promjeri kapljica. Dobiveni rezultati upućuju da veći promjer kapljica sam po sebi 

ne osigurava veću pokrivenost, već da učinkovitost aplikacije u značajnoj mjeri ovisi o 

međudjelovanju kuta mlaznice, brzine kretanja i raspodjele kapljica na ciljanoj površini.  

Na temelju vlastitih rezultata i njihove usporedbe s prethodnim istraživanjima može se 

zaključiti da kut mlaznice predstavlja jedan od ključnih čimbenika koji određuju kvalitetu 

aplikacije škropiva, pri čemu njegov učinak nije neovisan, već proizlazi iz 

međudjelovanja s brzinom kretanja i karakteristikama tretirane površine. U uvjetima 

ovog istraživanja kut +30° dosljedno je ostvarivao najveću pokrivenost ciljane površine 

uz povoljan odnos pokrivenosti i promjera kapljica, dok se kut −30° nije pokazao 

optimalnim, unatoč tome što je u pojedinim tretmanima rezultirao većim promjerom 

kapljica. Dobiveni rezultati potvrđuju da se optimizacija procesa prskanja ne može 

temeljiti na pojedinačnom parametru, već zahtijeva integrirano podešavanje kuta 

mlaznice, brzine kretanja i ostalih radnih parametara kako bi se postigla učinkovita 

aplikacija uz smanjenje gubitaka škropiva. 

 

5. 3. Utjecaj brzine kretanja i kuta mlaznica na tretiranu ne ciljanu površinu 

        i promjer kapljica 

 

Učinkovitost primjene pesticida u velikoj mjeri ovisi o raspodjeli kapljica po ne ciljanoj 

površini te o veličini formiranih kapljica. Parametri koji utječu na raspodjelu uključuju 

tehničke značajke prskalice kao što su tlak, tip i kut mlaznica, kao i brzinu kretanja. 
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Optimalna kombinacija ovih čimbenika nužna je za postizanje visoke efikasnosti uz 

minimalne gubitke i smanjenje negativnog utjecaja na okoliš.  

 

5. 3. 1. Utjecaj brzine kretanja na pokrivenost neciljane površine 

 

Rezultati istraživanja pokazali su da se pokrivenost neciljane površine povećavala s 

porastom brzine kretanja, pri čemu su najveće vrijednosti zabilježene pri kutu mlaznice 

−30°. Najniže vrijednosti pokrivenosti ostvarene su pri brzini 6–7,9 km/h i kutu +30°, 

dok su povećanjem brzine na 8–9,9 km/h i 10–12 km/h zabilježeni znatno veći gubici 

škropiva na ne ciljanoj površini. Dobiveni rezultati upućuju da povećanje brzine 

kretanja, osobito u kombinaciji s kutom mlaznice −30°, povećava mogućnost prijenosa 

kapljica izvan ciljane površine. Takav obrazac predstavlja osnovu za usporedbu 

dobivenih rezultata s prethodnim istraživanjima o utjecaju brzine kretanja i orijentacije 

mlaznica na pojavu zanošenja škropiva. 

Rezultati ovog istraživanja djelomično su u skladu s rezultatima Kušeca i sur. (2025), 

koji također navode značajan utjecaj brzine kretanja na pokrivenost ne ciljane 

površine, iako su u njihovom istraživanju zabilježena manja odstupanja između 

pojedinih brzina. Slično tome, Van den Zande i sur. (2005) utvrdili su da povećanje 

brzine kretanja s 6 na 12 km/h dovodi do povećanja horizontalnog zanošenja i gubitaka 

škropiva. Sapkota i sur. (2023) također navode da povećanje brzine može uzrokovati 

smanjenje pokrivenosti ciljane površine uz istodobno povećanje zanošenja, što 

potvrđuje da brzina kretanja predstavlja jedan od ključnih čimbenika koji određuju 

raspodjelu kapljica tijekom aplikacije pesticida. 

Na temelju dobivenih rezultata može se zaključiti da povećanje brzine kretanja, osobito 

u kombinaciji s kutom mlaznice od -30°, značajno povećava pokrivenost neciljane 

površine i potencijalne gubitke škropiva. Stoga je pri odabiru radnih parametara 

potrebno pronaći kompromis između radnog učinka i smanjenja rizika od zanošenja 

kako bi se osigurala učinkovita i okolišno prihvatljiva primjena pesticida. 
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5. 3. 2. Utjecaj brzine kretanja na promjer kapljica neciljane površine 

 

Rezultati vlastitog istraživanja pokazali su da brzina kretanja statistički značajno utječe 

na promjer kapljica na ne ciljanoj površini, pri čemu je analiza varijance potvrdila 

značajan utjecaj brzine kretanja, kuta prskanja i njihovih međusobnih interakcija (p < 

0,0001). Promjer kapljica nije se mijenjao linearno s povećanjem brzine, već je ovisio 

o kombinaciji brzine kretanja i kuta mlaznice. Najveći promjeri kapljica na neciljanoj 

površini zabilježeni su pri srednjoj brzini kretanja i kutovima 90° i +30°, dok su pri kutu 

−30° vrijednosti ostale relativno ujednačene kroz sve istraživane brzine. Dobiveni 

rezultati upućuju da brzina kretanja ne određuje samo količinu depozita izvan ciljane 

površine, već i spektar kapljica koje dospijevaju na neciljanu površinu, što predstavlja 

polazište za usporedbu s rezultatima prethodnih istraživanja. 

Rezultati istraživanja u velikoj su mjeri usklađeni s dostupnom literaturom koja 

pokazuje da brzina kretanja značajno mijenja spektar kapljica i njihovu prostornu 

raspodjelu. Autori Farooq i sur. (2018) navode kako promjena brzine kretanja prskalice 

utječe na spektar veličine kapljica i njihovu prostornu raspodjelu, pri čemu veće brzine 

mogu pojačati turbulenciju zraka oko prskalice i povećati gubitke škropiva izvan ciljane 

površine. Taj nalaz izravno podupire dobivene rezultate da se promjer kapljica na ne 

ciljanoj površini značajno mijenja između različitih brzinskih razreda i da se maksimum 

ne pojavljuje nužno pri najvećoj brzini, nego pri brzini koja stvara najnepovoljniju 

kombinaciju turbulencije i geometrije mlaza. Autor Stallinga i sur. (2010), ističu da veća 

brzina kretanja uz nepromijenjen tip mlaznice mijenja volumen prskanja po jedinici 

površine i povećava rizik od zanošenja jer se mijenja spektar kapljica i njihova dinamika 

u zraku. Ovaj se zaključak podudara s dobivenim rezultatima, budući da promjer 

kapljica na ne ciljanoj površini nije stabilan kroz brzinske razrede, nego pokazuje 

oscilacije koje su posljedica promjene dinamike leta i taloženja kapljica. Time 

provedeno istraživanje dodatno potvrđuje da se analiza gubitaka ne smije ograničiti 

samo na PTP, nego mora uključiti i promjer kapljica kao pokazatelj prirode tih gubitaka. 

Autor Van de Zande i sur. (2005), naglašavaju da se zanošenje povećava s porastom 

brzine kretanja, visine grane i udjela vrlo sitnih kapljica manjih od 100 µm. Iako u 

istraživanom radu dominantne vrijednosti na ne ciljanoj površini nisu u tom ekstremno 

sitnom rasponu, sama činjenica da brzina značajno mijenja promjer kapljica na ne 

ciljanoj površini potvrđuje da promjena radne brzine može mijenjati i rizik lokalnog 
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depozita i rizik sekundarnog zanošenja. Dobiveni rezultati pokazuju ne samo da brzina 

povećava gubitke, nego i da mijenja kakvoću kapljica koje čine taj gubitak. Autori 

Sapkota i sur. (2023), navode da niže brzine omogućuju bolju pokrivenost i veće 

taloženje na ciljanoj površini, dok veće brzine smanjuju taloženje i mogu ugroziti 

učinkovitost tretmana. U smislu dobivenih rezultata za neciljanu površinu to znači da 

povećanje brzine ne redistribuira samo manju količinu kapljica na cilj, nego istodobno 

mijenja i veličinsku strukturu kapljica koje završavaju izvan cilja. Time se potvrđuje da 

brzina kretanja djeluje dvostruko: smanjuje učinkovitost aplikacije na ciljanoj površini i 

istodobno preoblikuje karakter gubitaka na ne ciljanoj površini. Autori Nordbo (1992) i 

Carroll (2017), dodatno ističu da odstupanja u brzini kretanja narušavaju 

ravnomjernost aplikacije i mogu dovesti do promjene očekivane aplikacijske stope po 

jedinici površine. Dobiveni rezultati provedenim istraživanjem u suglasju su čak i 

nadograđuju prethodne zaključke jer pokazuju da se promjena brzine odražava i na 

promjer kapljica izvan cilja, pa poremećaj ravnomjernosti nije samo kvantitativan nego 

i kvalitativan. To je važan doprinos, jer promjer kapljica na ne ciljanoj površini izravno 

određuje hoće li gubitak ostati lokaliziran ili će prijeći u šire zanošenje s većim 

okolišnim posljedicama. Autori Dai i sur. (2023) i Lin i sur. (2024), naglašavaju da 

brzina kretanja djeluje zajedno s visinom prskanja i kutom mlaznica te da se optimalna 

raspodjela može postići samo usklađivanjem više parametara. Taj zaključak gotovo je 

potpuno u suglasju s rezultatima ANOVA analize, gdje su sve interakcije za promjer 

kapljica statistički vrlo značajne.  

Provedeno istraživanje potvrđuje suvremeni pristup prema kojem se ponašanje 

kapljica ne može objasniti jednim parametrom, nego samo kroz višefaktorski model 

koji uključuje brzinu, kut, tretiranu površinu i njihove međusobne odnose.  

Na temelju provedenog istraživanja može se zaključiti da brzina kretanja značajno 

utječe na promjer kapljica na neciljanoj površini, ali da je taj učinak izrazito nelinearan 

i snažno ovisan o kutu mlaznica. Najmanji i najstabilniji promjeri kapljica na neciljanoj 

površini zabilježeni su pri kutu −30°, dok su najveće vrijednosti zabilježene pri srednjoj 

brzini i kutovima 90° i +30°, što potvrđuje da povećanje brzine može u određenim 

konfiguracijama preusmjeriti i krupnije kapljice izvan ciljane zone. Time se pokazuje 

da brzina kretanja ne utječe samo na količinu gubitaka, nego i na njihovu strukturu, 

odnosno na veličinski spektar kapljica koje dospijevaju na neciljanu površinu. 

Usporedba s citiranom literaturom potvrđuje da su ovi nalazi u skladu sa suvremenim 
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spoznajama prema kojima brzina mijenja aerodinamiku mlaza, spektar kapljica i rizik 

zanošenja, osobito kada nije usklađena s tipom i orijentacijom mlaznica. Znanstveni 

doprinos rada ogleda se u tome što precizno pokazuje da promjer kapljica na neciljanoj 

površini predstavlja osjetljiv pokazatelj redistribucije škropiva izvan ciljne zone i da ga 

je nužno uključiti u procjenu kvalitete aplikacije. U praktičnom smislu, rezultati upućuju 

na potrebu optimizacije brzine kretanja zajedno s kutom mlaznica kako bi se istodobno 

smanjili lokalni depoziti na neciljanoj površini i ograničio rizik daljnjeg zanošenja u 

okoliš.  

 

5. 3. 3. Sinergija kuta i brzine kod tretiranja ciljane i neciljane površine 

 

Rezultati istraživanja potvrđuju da brzina kretanja i kut mlaznice zajednički određuju 

pokrivenost ciljane i neciljane površine te promjer kapljica, pri čemu njihov učinak 

proizlazi iz međusobnog djelovanja, a ne iz pojedinačnih utjecaja. Statistički značajne 

interakcije svih istraživanih čimbenika potvrđuju da se kvaliteta aplikacije škropiva ne 

može optimizirati promjenom samo jednog radnog parametra. Usporedba s rezultatima 

prethodnih istraživanja pokazuje da su dobiveni trendovi u skladu sa suvremenim 

spoznajama o utjecaju brzine kretanja i orijentacije mlaznica na raspodjelu kapljica i 

pojavu zanošenja. Stoga optimizacija procesa prskanja zahtijeva integrirano 

podešavanje radnih parametara kako bi se povećala učinkovitost aplikacije i smanjili 

gubici škropiva te opterećenje okoliša. 

Dobiveni rezultati dobro se uklapaju u istraživanje Nordboa, (1992) koji je utvrdio da 

povećanje radne brzine smanjuje ravnomjernost pokrivenosti, što odgovara trendu 

smanjenja PTP-a pri većim brzinama u ovom istraživanju. Slične zaključke navode i 

Stallinga i sur. (2010), koji ističu da veća brzina kretanja smanjuje volumen prskanja 

po jedinici površine i povećava rizik od zanošenja, osobito kada su prisutne finije 

kapljice. Farooq i sur., (2018) dodatno potvrđuju da promjena brzine utječe na spektar 

veličine kapljica i njihovu prostornu raspodjelu, što je u skladu s uočenim promjenama 

promjera kapljica u ovom istraživanju. Kod kuta prskanja, rezultati se nadovezuju na 

radove Lina i sur., (2024) te Lime i sur., (2018) koji su pokazali da orijentacija mlaznica 

u odnosu na ciljnu površinu ili redove usjeva snažno utječe na raspodjelu i zadržavanje 

kapljica. Autori, Wolf i Peng, (2011) su također pokazali da je učinak kuta mlaznice 

ovisan o brzini kretanja, što je vidljivo i u provedenom istraživanju jer se najbolji učinci 
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ne javljaju samo zbog samog kuta, nego zbog njegove kombinacije s nižom brzinom. 

Prema, Cieniawska i Pentos, (2021) najveća pokrivenost može postići pri maloj brzini 

i odgovarajuće usmjerenim mlaznicama, što je u skladu s činjenicom da je upravo pri 

nižim brzinama i povoljnijem kutu ovdje zabilježena najveća pokrivenost ciljane 

površine. Doprinos provedenog istraživanja je i potvrda da se neciljana površina 

ponaša znatno drugačije od ciljane, što je u skladu s autorima, van de Zande i sur., 

(2005), Pascuzzija i sur., (2020) te Yua i sur., (2021) da se s porastom brzine, 

nepovoljnim kutom i sitnijim kapljicama povećava potencijal zanošenja sredstva izvan 

cilja.  

Usporedba vlastitih rezultata s rezultatima prethodnih istraživanja pokazuje visok 

stupanj podudarnosti u pogledu utjecaja brzine kretanja i kuta mlaznica na raspodjelu 

škropiva, pokrivenost ciljane površine i pojavu zanošenja. Dobiveni rezultati dodatno 

potvrđuju da se kvaliteta aplikacije ne može pouzdano procjenjivati na temelju 

pojedinačnih radnih parametara, već isključivo njihovim međudjelovanjem. Znanstveni 

doprinos ovog istraživanja ogleda se u eksperimentalnoj potvrdi da kombinacija brzine 

kretanja i kuta mlaznice određuje ne samo količinu, već i raspodjelu depozita između 

ciljane i neciljane površine, što predstavlja važnu osnovu za optimizaciju tehnike 

aplikacije pesticida u uvjetima precizne poljoprivrede. 

  

5. 4. Primjena vodoosjetljivih papirića u procjeni pokrivenosti i raspodjeli kapljica 

 

Značajan dio istraživanja usmjeren je na metode procjene taloženja kapljica. 

Vodoosjetljivi papirići i dalje predstavljaju jedan od najčešće korištenih alata za 

procjenu pokrivenosti i raspodjele kapljica. Njihova prednost je jednostavnost i 

neposredna vizualizacija taloženja, međutim postoje ograničenja, posebno pri velikim 

stupnjevima pokrivenosti i u vlažnim uvjetima. Razlike između taloženja na VOP-u i 

stvarnim listovima biljaka također ukazuju na potrebu opreznog tumačenja rezultata. 

Dobiveni rezultati nadovezuju se na istraživanja koja ističu važnost korištenja VOP-a i 

računalne analize slike u procjeni kvalitete prskanja. Primjena softvera DepositScan 

omogućila je objektivnu i ponovljivu analizu velikog broja uzoraka, čime je smanjena 

mogućnost subjektivne pogreške. Usporedbe VOP-a s drugim metodama 

uzorkovanja, poput staklenih traka ili kemijske analize, pokazuju značajnu povezanost, 

ali i razlike u apsolutnim vrijednostima depozita. To potvrđuje da nijedna metoda ne 
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može u potpunosti opisati proces taloženja, već se različite metode trebaju koristiti 

komplementarno. Razvoj novih pristupa, poput fluorescentnih tragača ili prijenosnih 

mjernih uređaja, pokazuje smjer prema preciznijem i bržem mjerenju u poljskim 

uvjetima.  

Napredak u računalnom vidu i obradi slike značajno je unaprijedio analizu VOP-a. 

Softveri poput DepositScan-a, Spray_Image-a i drugih alata omogućuju automatsko 

određivanje pokrivenosti i veličine kapljica. Međutim, rezultati različitih programa nisu 

uvijek izravno usporedivi, što ukazuje na potrebu standardizacije metoda analize. Novi 

pristupi temeljeni na strojnome učenju i dubokom učenju pokazuju veći potencijal u 

segmentaciji preklapajućih kapljica i analizi složenih uzoraka.  

Korištenje vodoosjetljivih papirića i softvera DepositScan pokazalo se kao pouzdana 

metoda za kvantifikaciju parametara prskanja u terenskim uvjetima. Iako Zhua i sur. 

(2011) navode ograničenja VOP-a, poput nemogućnosti detekcije kapljica manjih od 

23,9 µm ili problema s preklapanjem mrlja pri visokoj pokrivenosti, dobiveni rezultati u 

ovom radu pokazuju visoku razinu konzistencije i logične trendove koji prate fizikalne 

zakone. Korištenje vodoosjetljivih papirića pokazalo se kao ekonomičan izbor za 

terenska ispitivanja, što potvrđuju i drugi autori poput Wolfa (2015). Međutim, za 

preciznije definiranje spektra najsitnijih kapljica koje čine zanošenje, u budućim 

istraživanjima bilo bi korisno kombinirati VOP s laserskim metodama difrakcije, kako 

sugeriraju Sijs i sur. (2021b). Činjenica da je maksimalna zabilježena pokrivenost bila 

približno 45 % sugerira da se dobiveni podaci nalaze u gornjem opsegu pouzdanosti 

dok prema Fox i sur., (2003) problemi nastaju iznad 40%, no korištenje naprednih 

algoritama u DepositScanu vjerojatno je ublažilo greške kod preklapanja. Usporedba 

s drugim softverima (npr. SnapCard, ImageJ) spomenutim u istraživanju (Nansen i 

sur., (2015) ukazuje da je DepositScan industrijski standard koji omogućuje 

usporedivost rezultata. Ipak, treba uzeti u obzir da VOP mjeri 2D pokrivenost na ravnoj 

površini, što ne odgovara u potpunosti složenoj 3D strukturi biljnog pokrova. Kako 

navode He i sur. (2024), pokrivenost određena skeniranjem predstavlja samo 

dvodimenzionalne podatke. Stoga se ovi rezultati trebaju interpretirati kao 

"potencijalna pokrivenost" koju stroj može isporučiti, dok bi stvarna biološka 

učinkovitost ovisila i o anatomsko morfološkim karakteristikama same biljke. 
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Usporedba vlastitih rezultata s prethodnim istraživanjima potvrđuje da vodoosjetljivi 

papirići, uz odgovarajuću računalnu obradu slike, predstavljaju pouzdanu i široko 

prihvaćenu metodu za procjenu kvalitete aplikacije škropiva u terenskim uvjetima. Iako 

ova metoda ima određena ograničenja, ponajprije zbog dvodimenzionalnog prikaza 

taloženja i smanjene osjetljivosti na vrlo sitne kapljice, dobiveni rezultati pokazali su 

dovoljnu razinu pouzdanosti za analizu utjecaja istraživanih tehničkih čimbenika. 

Znanstveni doprinos ovog istraživanja očituje se u potvrdi da kombinacija 

vodoosjetljivih papirića i računalne analize omogućuje pouzdanu procjenu raspodjele 

kapljica i pokrivenosti površine te predstavlja prikladnu metodološku osnovu za 

modeliranje procesa prskanja i razvoj sustava precizne aplikacije pesticida. 

 

5. 5. Statistička značajnost i interakcije varijabli (ANOVA) 

 

Univarijantna analiza varijance (ANOVA) pokazala je da brzina kretanja, tretirana 

površina i kut prskanja imaju statistički značajan utjecaj na pokrivenost tretirane 

površine (PTP) i promjer kapljica (p < 0,01). Jednako su značajne bile i njihove 

međusobne interakcije, što potvrđuje da se učinak pojedinog čimbenika ne može 

promatrati odvojeno od ostalih. Posebno se ističe interakcija tretirane površine i kuta 

prskanja, koja pokazuje da kut mlaznice od +30° povećava pokrivenost ciljane 

površine, a istodobno smanjuje depozit na ne ciljanoj površini u odnosu na kut −30°. 

Dobiveni rezultati potvrđuju da pravilnim odabirom radnih parametara nije moguće 

samo povećati učinkovitost aplikacije, već i smanjiti rizik od zanošenja te negativnog 

utjecaja na okoliš. 

Svi glavni faktori (Brzina kretanja - BK, Tretirana površina - TP, Kut prskanja - KP) 

pokazali su statistički značajan utjecaj na obje izlazne varijable (PTP i promjer kapljica) 

s p<0,01. Visoka F-vrijednost za faktor "Tretirana površina" (TP) kod PTP-a 

(SS=2072564,29) očekivana je i potvrđuje golemu razliku između onoga što završi na 

cilju i onoga što ode u zanošenje. Interakcija, BK × KP (Brzina × Kut) je značajna i 

potvrđuje da se "idealan" kut mijenja s brzinom. To znači da fiksna preporuka kuta nije 

dovoljna; poljoprivrednici bi trebali prilagođavati kut ovisno o planiranoj brzini rada. 

Interakcija TP × KP (Površina × Kut) prema ovom istraživanju je ključna za utjecaj na 

okoliš. Ona dokazuje da kut prskanja različito utječe na depoziciju na cilju i izvan njega. 

Kao što je ranije raspravljeno, kut od +30° povećava depoziciju na TP, a smanjuje na 
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NCP, dok kut od -30° radi suprotno. Ova statistička potvrda daje težinu preporuci za 

korištenje nakošenih mlaznica. Trostruka interakcija (BK × TP × KP): Značajnost ove 

interakcije ukazuje na visoku složenost sustava. Niti jedan faktor ne djeluje izolirano. 

To opravdava potrebu za korištenjem naprednih metoda modeliranja poput umjetnih 

neuronskih mreža, jer klasični linearni modeli teško mogu obuhvatiti ovako kompleksne 

međuovisnosti. 

Dobiveni rezultati u skladu su s radovima Cieniawske i Pentosa (2021), Khana (2022) 

koji također potvrđuju statistički značajan utjecaj radnih parametara (brzina, tlak, tip 

mlaznice, visina grane) na pokazatelje kvalitete tretmana, što je u istraživanju 

pokazano ANOVA analizom i post hoc testovima. Zajedničko je da niže brzine i 

prikladna konfiguracija mlaznica poboljšavaju pokrivenost i smanjuju varijabilnost, dok 

interakcije između radnih parametara određuju optimalne uvjete prskanja. U odnosu 

na Szwedziaka (2020) i Kleina (2019), ovaj rad dodatno naglašava prostornu dimenziju 

tretmana, jer uključuje razlikovanje ciljane i ne ciljane površine te pokazuje da je 

interakcija brzina × površina × kut statistički značajna za PTP i promjer kapljica. Time 

se potvrđuje da optimiranje prskanja zahtijeva višefaktorski pristup koji istodobno 

uzima u obzir operativne parametre i raspodjelu sredstva na ciljanoj i izvan ciljane 

površine. 

Međutim, za razliku od navedenih istraživanja, ovo istraživanje dodatno uključuje 

razlikovanje ciljane i ne ciljane površine te pokazuje da su međudjelovanja brzine 

kretanja, kuta prskanja i tretirane površine statistički značajna za obje promatrane 

izlazne varijable. Time se potvrđuje da se proces prskanja ne može pouzdano opisati 

promatranjem pojedinačnih čimbenika, već zahtijeva integrirani višefaktorski pristup 

koji obuhvaća njihove međusobne interakcije. Upravo ta složenost sustava predstavlja 

znanstveno opravdanje za primjenu umjetnih neuronskih mreža, koje omogućuju 

modeliranje nelinearnih odnosa i pouzdanu predikciju kvalitete aplikacije u različitim 

radnim uvjetima. 

 

5. 6. Modeliranje umjetnim neuronskim mrežama (UNM) 

 

Rezultati istraživanja potvrđuju da je model umjetnih neuronskih mreža (MLP 8-10-2) 

uspješno opisao složene odnose između brzine kretanja, tretirane površine i kuta 
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prskanja. Visoke vrijednosti koeficijenta determinacije (R² = 0,99 u fazi učenja te R² = 

0,98 u fazama testiranja i validacije), uz niske i ujednačene vrijednosti pogreške (SOS), 

potvrđuju visoku točnost modela i izostanak pretreniranja.  

Dobiveni rezultati u skladu su s analizom varijance, koja je pokazala statistički 

značajne glavne učinke i njihove međusobne interakcije, potvrđujući da se promatrani 

procesi ne mogu pouzdano opisati linearnim modelima. Time je opravdana primjena 

umjetnih neuronskih mreža, koje omogućuju modeliranje složenih nelinearnih odnosa 

bez unaprijed definirane funkcionalne ovisnosti među varijablama. Standardizirani 

eksperimentalni postupak, obrada podataka primjenom VOPa i softvera DepositScan 

te naknadna obrada u Pythonu osigurali su kvalitetnu podatkovnu osnovu za razvoj 

modela. Dobiveni UNM model stoga predstavlja pouzdan alat za predikciju 

pokrivenosti tretirane površine i promjera kapljica te pruža osnovu za razvoj sustava potpore 

odlučivanju u tehnologiji primjene pesticida. Primjena UNM u ovom radu potvrdila je 

pretpostavku o prednostima alata umjetne inteligencije pred tradicionalnim statističkim 

pristupima u poljoprivrednom inženjerstvu.  

Dobivena visoka točnost modela MLP 8-10-2 poklapa se s navodima koje iznose 

Subramanyam i Narayanan, (2022) te Brandić i sur., (2022, 2023), naglašavajući 

sposobnost UNM-a da identificiraju i uspješno modeliraju složene nelinearne odnose i 

interakcije među heterogenim varijablama koje konvencionalni matematički modeli ne 

mogu adekvatno opisati. U istraživanju UNM model za PTP postiže R²=0,98, dok 

linearni model bilježi R²=0,02, uz višestruko veći RMSE (14,82 prema 1,85), što sasvim 

jasno potvrđuje superiornost neuronskog pristupa nad linearnom regresijom u opisu 

pokrivenosti tretirane površine. Sličano izvješćuju i Stangierski i sur., (2019) te 

Papailiou i sur., (2022), gdje UNM modeli sustavno ostvaruju više R² i niže RMSE 

vrijednosti u odnosu na MLR, iako po cijenu nešto većih računalnih zahtjeva. Također, 

Mattar i sur. (2022) su u svojim komparativnim istraživanjima hibridnih modela potvrdili 

da su upravo neuronske mreže najtočniji alat za predviđanje kinetičkih gubitaka pri 

prskanju, što daje dodatni legitimitet robusnosti odabrane arhitekture u istraživanom 

radu. Za promjer kapljica, UNM model u istraživanju postiže R²=0,847, dok linearni 

model za isti skup podataka postiže tek R²=0,20, uz RMSE od 0,13 za linearnu i 0,057 

mm za UNM, što je u skladu s nalazima Mattara i sur., (2022) koji pokazuju da UNM 

modeli za zanošenje i gubitke škropiva nadmašuju klasične regresijske modele, pri 



95 

 

čemu se najveće razlike u performansama javljaju upravo u nelinearnim režimima 

rada, što je analogno rezultatima istraživanog rada. Primjena BFGS algoritma učenja 

i MLP arhitekture 8-10-2 uklapa se u pristup Sutara i sur., (2022), koji za eko 

toksikološke UNM modele pesticida izvješćuju o brzoj konvergenciji i niskim 

vrijednostima pogreške.  

Identificirani utjecaj operativnih parametara na distribuciju kapljica i pokrivenost 

površine podupire zaključke modernih aplikacijskih tehnologija. Dobiveni rezultati UNM 

modela u istraživanju usporedivi su s nalazima Cieniawskog i sur. (2014)., 

Stangierskog i sur., (2021) te Papailioua i sur., (2022), koji također ističu da UNM 

modeli sustavno nadmašuju klasične regresijske modele u predviđanju parametara 

procesa prskanja i transporta pesticida. Povećana penetracija i pokrivenost pri 

specifičnim kutovima i brzinama, kao i detektirana dinamika kapljica (gdje su 

zabilježeni manji promjeri kapljica pri višim brzinama i određenim kutovima), u skladu 

su s kompleksnim simulacijama strujanja. Autori, Yang i sur., (2018) su kroz CFD i 

radijalne neuronske mreže dokazali snažnu ovisnost kretanja i taloženja kapljica o 

vanjskim zračnim strujanjima i veličini samih kapljica, dok su de Aguiar i sur., (2024) 

pomoću LSTM mreža potvrdili da modeliranje temeljeno na UNM-u predstavlja 

najučinkovitiji pristup za svladavanje kompleksne dinamike fluida i napona unutar 

protoka kapljica što je usporedivo s dobivenim vrijednostima u ovom istraživanju. Niz 

radova i autora: Farooque i sur., (2018), Shengde i sur., (2025), Huynh i Nguyen (2024) 

te Rogers i sur., (2023) prikazuju kako se CNN, YOLOv5s i druge arhitekture koriste 

za detekciju ciljeva, praćenje kapljica i automatiziranu procjenu taloženja u stvarnom 

vremenu. Autori, Yang i sur., (2018) te He i sur., (2022) dodatno potvrđuju da modeli 

dubokog učenja mogu segmentirati spojene kapljice i kvantitativno procjenjivati 

raspodjelu veličine kapljica, što je izravno relevantno za buduće nadogradnje modela 

temeljenih na podacima poput onih dobivenih u ovom istraživanju. Time se oni mogu 

smjestiti u širi znanstveni okvir u kojem UNM nisu samo alat za analizu postojećih 

pokusa, nego osnova za inteligentne sustave upravljanja kvalitetom prskanja. 

Značajni gubici dobiveni na ne ciljanoj površini pri povišenim brzinama kretanja (do 

13,27 % PTP-a na NCP) opravdavaju hitnost razvoja modela kakve predlažu 

Azizpanah i sur., (2015), koji su koristili UNM za predikciju zanošenja prskalica u svrhu 

smanjenja troškova i onečišćenja okoliša. Model u istraživanom radu uspješno 
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odgovara zahtjevima koje navode Wen i sur., (2019) u pogledu primjene UNM-a za 

modeliranje varijabilnih sustava prskanja, s konačnim ciljem poboljšanja kemijske 

učinkovitosti i smanjenja ukupne potrošnje pesticida. Integracija ovakvog provjerenog 

modela s tehnologijama računalnog vida (npr. Deeplab V3+ za adhezivne kapljice ili 

YOLOv5s) koje istražuju Yang i sur., (2022) te Shengde i sur., (2025), otvara vrata 

prema autonomnim sustavima potpore odlučivanju u realnom vremenu. Autori Xuemei 

i sur., (2021) i Gerhards i sur., (2022), navode da analize velikih podataka i robusnih 

neuronskih mreža omogućuje prostorno varijabilnu primjenu agrokemikalija, kao i u 

istraživanom radu, što izravno pridonosi ostvarenju ekoloških ciljeva održive 

poljoprivrede i smanjenju kemijskog pritiska na okoliš. 

Usporedba s linearnim modelom pokazuje da UNM dramatično nadmašuju 

tradicionalni regresijski pristup u predviđanju PTP-a i promjera kapljica. Provedenim 

istraživanjem pruža se dodatna empirijska potvrda da se složeni procesi prskanja, koji 

uključuju višestruke ulazne parametre s izraženim nelinearnim interakcijama, ne mogu 

adekvatno opisati linearnim modelima, te da je primjena UNM nužna za dobivanje 

pouzdanih i primjenjivih predikcija. Na temelju provedenih analiza može se zaključiti 

da modeliranje UNM predstavlja znanstveno utemeljen i metodološki vrlo učinkovit 

pristup za predikciju pokrivenosti tretirane površine i promjera kapljica u uvjetima 

različitih radnih režima prskanja. Razvijeni model MLP 8-10-2 pokazao je visoku 

točnost, robusnost i sposobnost generalizacije, uz izrazito bolje rezultate od linearnog 

modela, što potvrđuje da su odnosi među ispitivanim varijablama dominantno 

nelinearne prirode.  

Sinteza ovog poglavlja pokazuje da su nalazi u skladu su s recentnom literaturom koja 

ističe UNM kao jedan od ključnih alata u preciznoj poljoprivredi i modeliranju složenih 

inženjerskih sustava u poljoprivredi. Praktična vrijednost takvog modela je u 

mogućnosti njegove primjene kao sustava potpore odlučivanju pri optimizaciji radnih 

parametara prskanja. Budući da model pouzdano predviđa promjene PTP-a i promjera 

kapljica u ovisnosti o brzini, tretiranoj površini i kutu prskanja, njegova primjena može 

doprinijeti smanjenju gubitaka škropiva, većoj učinkovitosti zaštite bilja i boljoj 

ekološkoj prihvatljivosti tretiranja.  
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5. 7. Analiza osjetljivosti (Sensitivity Analysis) 

 

Provedena Yoonova analiza osjetljivosti u ovom je istraživanju primijenjena kao 

interpretacijski alat za kvantificiranje relativne važnosti ulaznih operativnih parametara 

unutar razvijenog MLP 8-10-2 modela. Na temelju težinskih koeficijenata između 

ulaznog, skrivenog i izlaznog sloja utvrđeno je da radna brzina agregata predstavlja 

dominantnu varijablu u predikciji postotka pokrivenosti tretirane površine (PTP) i 

promjera kapljica, pri čemu kritični raspon brzine od 10 do 12 km/h ostvaruje relativne 

doprinose od 27,41% za PTP i 22,32% za promjer kapljica. Druga po važnosti pokazala 

se tretirana površina (ciljana u odnosu na ne ciljanu), s udjelom većim od 16% za obje 

izlazne varijable, dok kutovi prskanja mlaznica (-30°, 90° i +30°) ostvaruju stabilan, ali 

nešto manji relativni doprinos (oko 9–11%).  

Takva hijerarhija u potpunosti je u skladu s nalazima Subramanyama i Narayanana 

(2022) te Brandića i sur. (2022, 2023), koji ističu da se brzina kretanja u nelinearnim 

biotehničkim procesima redovito potvrđuje kao ključni dinamički faktor, dok je 

istodobno u duhu stajališta Stangierskog i sur. (2019) te Papailioua i sur. (2022) o 

nužnosti interpretacije unutarnjih težina MLP modela. Visok relativni doprinos tretirane 

površine komplementaran je s fizikalnim i aerodinamičkim modelima prskanja, te se 

dobro podudara s rezultatima Cieniawske i sur. (2024), koji pokazuju da raspodjela 

tekućine i zanošenje snažno ovise o interakciji brzine i kuta mlaznica u ciljanoj i ne 

ciljanoj zoni. Usporedivi zaključci prisutni su i u radovima Azízpanahe i sur. (2015) te 

Wena i sur. (2019), koji naglašavaju da je poznavanje točne težine utjecaja brzine i 

kuta prskanja ključno za optimiziranje varijabilnih sustava aplikacije pesticida, dok 

Xuemei i sur. (2021) i Gerhards i sur. (2022) pokazuju da upravljanje varijablama s 

najvećim relativnim doprinosom značajno smanjuje ekotoksikološki rizik. U tom je 

smislu Yoonova metoda u ovom radu potvrdila da neuronska mreža ne samo da 

postiže visoku prediktivnu točnost, nego i vjerno preslikava hijerarhiju utjecaja 

operativnih parametara u stvarnim uvjetima precizne primjene pesticida, što je u skladu 

s pristupima interpretabilnih UNM modela koje predlažu Mattar i sur. (2022) te de 

Aguiar i sur. (2024).  

Znanstveni doprinos primjene Yoonove metode u ovom istraživanju očituje se u tome 

što, uz visoku točnost predviđanja razvijenog modela umjetne neuronske mreže, 
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omogućuje i bolje razumijevanje relativne važnosti pojedinih ulaznih varijabli. Metoda 

ne služi samo kao matematički dodatak modelu, nego kao ključni alat za pretvaranje 

modelskih rezultata u konkretne spoznaje o važnosti pojedinih ulaza. Upravo zato 

Yoonova analiza osjetljivosti daje ovom istraživanju dodatnu metodološku vrijednost i 

čini ga relevantnim ne samo s aspekta predikcije, nego i s aspekta donošenja 

praktičnih odluka u sustavima precizne primjene pesticida.  
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6. ZAKLJUČCI 

 

Istraživanje primjene umjetnih neuronskih mreža u modeliranju parametara prskanja 

pri različitim kinetičkim uvjetima ukazuje na sljedeće zaključke: 

 

- Hipoteza 1. nije potvrđena u potpunosti. Najveća PTP pri brzini prskalice od  

6-7,9 km/h i kutu mlaznica prskalice +30° u odnosu na ostale varijante  

potvrđena je dok je najuži raspon veličine kapljica ostvaren u ostalim 

varijantama. 

 

- Hipoteza 2. je u potpunosti potvrđena. Pogreška procjene modela UNM, PTP i 

raspona veličine kapljica pri različitim kinetičkim uvjetima u odnosu na 

standardni model linearne regresije je manji. 

 
- Brzina kretanja stroja i kut mlaznica značajno utječu na učinkovitost prskanja. 

Veća brzina kretanja smanjuje pokrivenost tretirane površine dok se istodobno 

smanjuje promjer kapljica. Istraživanje kuta mlaznica pokazuje da pozitivan kut 

(+30º) daje najveću i ravnomjerniju pokrivenost i kapljice manjeg promjera, dok 

negativni kut mlaznica (-30º) ostvaruje manju pokrivenost i krupnije kapljice.  

 

- Kombinacija tradicionalne statistike (ANOVA) i neuronskih mreža (UNM) 

omogućila je dubinsku analizu sustava prskanja. Model nije samo prediktivni 

alat, već i sredstvo za optimizaciju stvarnih operativnih parametara. 

 

- UNM model pokazao se kao robustan, precizan i primjenjiv u realnim uvjetima. 

Njegova interpretacija, dodatno proširena Yoonovom metodom, otkriva koji su 

parametri ključni za maksimizaciju efikasnosti prskanja i minimizaciju gubitaka. 

 
- U sporedbi s linearnim modelom, statistički pokazatelji (x2, RMSE, MPE) jasno 

pokazuju superiornost UNM modela u odnosu na linearni: - UNM RMSE za 

PTP: 1,85 vs. Linearni 14,82; - R² UNM za PTP: 0,98 vs. Linearni 0,02; UNM 

pogreške su višestruko niže, što potvrđuje potrebu za nelinearnim   pristupom 

u modeliranju ovakvih sustava. 
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- Kroz primjenu modela UNM, omogućeno je efikasno predviđanje i prilagodba 

parametara prskanja, optimizirajući tako kinetičke parametre (brzina kretanja i 

kut mlaznica) za postizanje optimalne učinkovitosti. Takav pristup nudi 

potencijal za poboljšanje efikasnosti i preciznosti u različitim aplikacijama 

prskanja. 

 

- Interpretacija modela UNM pokazuje precizan alat primjenjiv u realnim uvjetima 

koji otkriva koji su parametri ključni za maksimalnu efikasnost prskanja pri 

minimalnom utjecaju na okoliš. 

 
- Konstrukcijski zahvat s obzirom na kut mlaznica (+30º) pokazao je efikasnije 

prskanje u odnosu na kut mlaznica kod standardnih prskalica (90º) a u 

kombinaciji s nižim brzinama i manji rizik za okoliš te racionalniju aplikaciju 

sredstva za zaštitu bilja. 

 
Rezultati dobiveni istraživanjem utjecaja brzine kretanja i kuta prskanja na pokrivenost 

ciljane i ne ciljane površine kao i na veličinu kapljica, mogu biti korisni u daljnjim 

istraživanjima efikasnosti prskanja, ali i poljoprivrednicima u postupku zaštite 

poljoprivrednih kultura s aspekta optimalne uporabe pesticida te zaštite okoliša.  
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8. ŽIVOTOPIS 

 

Vlado Kušec rođen je 03.08.1961. u Tremi kraj Križevaca. Osnovnu školu završio je u 
Križevcima 1978.g. Srednju poljoprivrednu školu u Križevcima, smjer Mehanizacija 
poljoprivrede, završio je 1982.g. Nakon srednje škole upisao je Agronomski fakultet u 
Zagrebu gdje je 1987.g. diplomirao. Nakon završenog studija zaposlio se u  R.O. Čelik 
gdje radi 12 mjeseci na poslovima projektiranja različitih transportnih uređaja i 
postrojenja. Nakon što je  R.O. Čelik prestala sa radom, zaposlio se u Srednjoj 
poljoprivrednoj školi, gdje od 14.09.1992.g. pa do listopada 1998.g. radi na radnom 
mjestu nastavnika strojarske grupe predmeta: obrada materijala, tehnički materijali, 
elementi strojeva, mehanizacija u ratarskoj proizvodnji, mehanizacija u stočarskoj 
proizvodnji, mehanizacija u mljekarskoj proizvodnji. Osim teorijske nastave, obavljao 
je i praktičnu nastavu iz predmeta mehanizacija u ratarskoj i stočarskoj  proizvodnji, 
gdje je stekao i praktična iskustva iz tog područja.  

Poslijediplomski studij završio je na Agronomskom fakultetu u Zagrebu. Magistarski 
rad pod naslovom «Utjecaj fizikalno tehničkih parametara u procesu mljevenja na 
kakvoću rada i energetiku mlina čekićara» obranio je kod mentora doc. dr. sc. Stjepana 
Pliestića u veljači 2004. godine. 

Od listopada 1998.g. radi na Visokom gospodarskom učilištu u Križevcima, na 
poslovima predavača iz predmeta „Poljoprivredni traktor“, „Strojevi i uređaji u 
ratarstvu“, „Mehanizacija i automatizacija farme“ i „Mehanizacija u bilinogojstvu“. 

Objavio je 19 znanstvenih i stručnih radova.  

Autor je priručnika, Kušec, V., Sito, S. (2014). Uređaji i oprema za navodnjavanje, 
Visoko gospodarsko učilište u Križevcima, Križevci, 80 str. CIP zapis dostupan je u 
računalnom katalogu Nacionalne i sveučilišne knjižnice u Zagrebu pod brojem 884385. 

Autor je skripte, Kušec, V., Sito, S. (2019.). Strojevi i oruđa za kultiviranje i obradu tla, 
Visoko gospodarsko učilište u Križevcima, Križevci, 128 str. CIP zapis dostupan je u 
računalnom katalogu Nacionalne i sveučilišne knjižnice u Zagrebu pod brojem 
001013685. ISBN 978-953-6205-35-6. 

Autor je udžbenika, Kušec, V. (2024). Mehanizacija u ratarstvu. Veleučilište u 
Križevcima, Križevci. 279 str. Cip zapis dostupan je u računalnom katalogu Nacionalne 
i sveučilišne knjižnice u Zagrebu pod brojem 001213070 
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